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Luku 1

Mitid on hahmontunnistus?

Eréas maaritelma:

Hahmontunnistus on mittausten ja havaintojen tekemaistd luonnollisista koh-
teista, ndiden mittausten automaattista analyysid ja kohteiden tunnistamista

analyysin perusteella.

Esimerkki 1.1. Postinumeron automaattinen luku kirjekuoresta.

Téama tehtdva voidaan ajatella suoritettavan seuraavien vaiheiden kautta (ku-
va 1.1):

e postinumero paikallistetaan digitaalisesta kuvasta
e yksittdiset numerot rajataan

e numerot tunnistetaan

Yksittdisen numeron tunnistaminen tapahtuu siten, ettd ensin sitd esitté-
véstéd digitaalisesta m x n kuvasta, "hahmosta”, poistetaan héiriota ("kohi-

naa”), ja sitten kuvassa oleva tieto tiivistetddn "piirrevektoriin” z, jonka di-



Matti Meikélainen
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Kuva 1.1: Postinumeron automaattinen luku kirjekuoresta.

mensio d on tyypillisesti pienempi kuin alkuperdisen kuvan dimensio mn.

Viime vaiheessa vektori x "tunnistetaan” luokittelemalla se johonkin luokista

0,1...,9. Oleellista on luonnollisesti pyrkid mahdollisimman virheettémé&an
luokitteluun.
Alkuperéisen kuvan y = [y(l),y(Z),...,y(m”)}T komponenttien 3@ tyyppi

riippuu kéytetystéd jarjestelméstd. Mustavalkoisessa kuvassa voidaan ottaa

y@ € {0,1} jaharmaasivyja kiytettiessia y@ € {0,1,...,255},i = 1,...,mn.

Luokiteltava piirrevektori x = [x(l), @ ,x(d)}T voidaan ajatella euklidi-
sen avaruuden RY pisteeksi ja luokitin kuvaukseksi g : R — {0,1,...,9},
jossa

g(z) = arvaus z:n luokaksi.

Erdita tyypillisid esimerkkejd hahmontunnistuksesta on esitetty taulukos-

sa 1.1. Muista sovelluksista mainittakoon vield DNA-sirut, joissa geenien ak-



sovellus T luokka

konenako kuva tai sen osa esine kuvassa

puheentunnistus | puheen osan spektri | puhuttu foneemi

potilaan seuranta | EEG-kéyra normaali/epanormaali

Taulukko 1.1: Esimerkkejé sovelluksista, joissa automaattista hahmontunnis-

tusta hyodynnetdéan seké niihin liittyvat hahmovektorit ja luokat.

tiivisuuskuvio ennustaa esimerkiksi sy6vén tyypin, aivomagneettisten MEG-
mittausten automaattinen tulkinta, lentokentélld kaytettavat turvaportit ja

vaikkapa hiukkasfysiikan mittausten analyysi.

Hahmontunnistussovelluksen yleisrakenne seké itse hahmontunnistujérjestel-

mén keskeiset osat on esitetty kuvassa 1.2. Siiné piirreirrotin pyrkii

e korostamaan luokittelun kannalta oleellista informaatiota hahmovekto-

rissa

e vihentdmé&dn luokittelun kannalta epéoleellisen tiedon osuutta

Usein piirrevektorin dimensio on huomattavasti pienempi kuin hahmovekto-
rin dimensio. Tamé auttaa luokittimen konstruktiossa ja nopeuttaa myos itse
luokittelua miké joissain sovelluksissa voi olla térkedd. Toisin kuin luokitin,
joka usein hyodyntéaé jotain yleiskayttoistd padtossdantod, on piirreirrotus-
menetelmé usein vahvasti késilld olevaan sovellukseen sidottu. Tamén kurs-
sin pédasiallisena kiinnostuksen kohteena ovat luokittimet. Taulukossa 1.2 on

esitetty erdiden télla kurssilla kidytettdvien termien englannikieliset vastineet.

Tilastollisessa hahmontunnistuksessa luokitellaan euklidisen avaruuden R?
vektoreita. Oma hahmontunnistuksen lajinsa on strukturaalinen hahmontun-
nistus (structural pattern recognition), jossa luokittelun kohteena ovat esi-

merkiksi graafit tai merkkijonot. Tété aihepiiria ei késitelld talla kurssilla.
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Kuva 1.2: Hahmontunnistussovelluksen yleisrakenne seké itse hahmontunnis-
tusjarjestelmén rakenne.

hahmo pattern
hahmontunnistus pattern recognition
luokittelu classification, discrimination (erityisesti tilastotieteessi)
piirre feature
piirteiden irrotus

feature extraction
tilastollinen hahmontunnistus

statistical pattern recognition

Taulukko 1.2: Erdiden téalla kurssilla kiytettdvien termien englanninkieliset
vastineet.



Luku 2

Matemaattisia apuneuvoja

2.1 Vektorit ja matriisit

Luokiteltava piirrevektori z € R? ajatellaan pystyvektorina

e

T
T = [:p(l), . ,x(d)} =| | eRY (2.1)

o)

missd 2% on z:n i:s komponentti ja T tarkoittaa transpoosia.
Vektorien z = [z1), ... ,x(d)}T jay = [yM, ... ,y(d)}T sisitulo (skalaaritulo,
pistetulo) on

y(l)

avly = [x(l), . ,x(d)] = Z 2y,



Vektorin x normi (pituus) mééritelldén tavalliseen tapaan kaavalla

Joukko {z1,...,7,} C R? on ortonormaali (o.n.), jos
x;-r:pj = §;; kaikilla¢,7 =1,...,n,

eli

zlz; =0, kuni#j,

|zl =1, i=1,...,n.

Kun 27y = 0, ovat z ja y ovat ortogonaaliset (kohtisuorat). T#td merkitiin

x Luy.

Kaytdamme k x d matriisille merkintaa

Diagonaalimatriisissa muut kuin diagonaalialkiot ovat nollia,

aq 0
A = diag(ay, - ,aq) =
0 Qq
Téasté erikoistapauksena on yksikkomatriisi,
1 0
I; = diag(1,---,1) =
0 1



Matriisi A € R¥4 on sddnndéllinen (kiintyvi, ei-singulaarinen), jos on ole-

massa sellainen B € R4 etti
AB = BA = 1,.

Talloin merkitiin B = A~'. Helposti nihdin, ettd (A4,4,)7! = Ay A
kun A;' ja A;' ovat olemassa. Eriis ehto siddnnéllisyydelle on nollasta eroava
determinantti, det(A) # 0.

Matriisin A € R**? transpoosi on B € R™* jolle b;; = a;; kaikilla 1, j.
Merkitsemme B = AT. T#lloin pétee, ettd (A;Ag)T = AT AT,

Edellé pystyvektori (2.1) on myds d x 1 matriisi. Vastaavasti matriisi 27 =

[x(l), . ,x(d)] on vaakavektori.

Matriisi A € R4 on symmetrinen, jos AT = A ja ortogonaalinen, jos
AT = A~1. Ortogonaalisen matriisin pystyrivit (ja myos vaakarivit) ovat

ortonormaalit: jos

niin koska ATA = I;, on

[ara]} = [51]} eli (IZT(I]‘ = 5ija Z,j = ]_, c. ,d.

)

Kisntden, jos matriisin A € R4 pystyrivit (vaakarivit) ovat ortonormaalit,

on A ortogonaalinen.

Edelleen, jos A on ortogonaalinen, niin ||Az|| = ||z|| kaikilla x, sill4
ay ... ayg| |z Z?Zl ajx) J
. i—1
agr .. agq| |z@ ijl agiz) /



joten

|Az||® = (Z$ >T(§;x<k>ak)

J=1

E 2 k)aTak

k=1

Ed: = ||z]*.

=1

.

<.

Matriisi A € R on positiivisesti semidefiniitti, jos 7 Az > 0 kaikilla
r € R? ja positiivisesti definiitti, jos 7 Az > 0 kaikilla x # 0. Positiivi-
sesti definiitti matriisi on sdannoéllinen, koska Ax # 0 aina kun x # 0, eli

lineaarisena kuvauksena A : R? — R% A on injektio ja siis bijektio.

Luku A € R on matriisin A € R™? ominaisarvo, jos on olemassa sellainen

u # 0, ettd Au = du. Talloin v on A:n ominaisvektori.

2.2 Singulaariarvohajotelma ja pseudoinver-

sio

Olkoon A € R%? symmetrinen. Lineaarialgebrasta tiedetddn t#lloin, ettd

matriisilla A on reaaliset ominaisarvot Aq,..., \; ja niitd vastaavat ortonor-
maalit ominaisvektorit uq, ..., uq,

uj = 0ij
1,7 = 1,...,d. On huomattava, ettd osa ominaisarvoista \; voi olla samo-

ja; esimerkiksi yksikkomatriisin /; kaikki d ominaisarvoa ovat arvoltaan 1.



Merkitaan

Silloin (2.2) voidaan kirjoittaa muodossa
AU =UA

josta
AUUT = UAUT.

Koska U on ortogonaalinen matriisi, U= = U7, joten
A=UAU".

Tamé on symmetrisen matriisin ominaisarvohajotelma.

(2.3)

Olkoon sitten A € R**? mielivaltainen matriisi (ei siis vilttimitti neliomat-

riisi). Silloin (HT)

o ATA € R¥™4 ja, AAT € R¥* ovat symmetrisié ja positiivisesti semide-

finiitteja,

e AT A:n ja AAT:n ominaisarvot ovat ei-negatiivisia,

e matriiseilla ATA ja AAT on samat positiiviset ominaisarvot (ja niilld

samat kertaluvut).

Olkoot nyt g1 > p1g > -+ > p1g > 0 matriisin AT A ominaisarvot ja v, > vy >

.-+ > 1, > 0 matriisin AAT ominaisarvot. Olkoot edelleen p; = vy, ..

-y M =

v, ndiden matriisien yhteiset positiiviset ominaisarvot ja \; = /u; = /v,

i=1,...,r. Téssd siis r < min(d, k).



Merkitaan
o diag(/\l, N /\T) Orx(d_,«)

O(k—r)xr O(k—r)x (d—r)

A c R4, (2.4)

Téssd merkintd 0,4, tarkoittaa p x ¢ nollamatriisia. Silloin matriisilla A on

singulaariarvohajotelma

A=UAVT, (2.5)

missi U € R¥** ja V € R%? gvat ortogonaalisia matriiseja, joiden pystyrivit

koostuvat vastaavasti matriisien AAT ja AT A ortonormaaleista ominaisvek-

toreista,
AATUZ' = V;Uy, 1= 1,...,]{],
ATA’UZ‘ = iU, 1= 1,...,d.
Matriisin A diagonaalialkiot Ay > Ao > - > A\, > 0 = --- = 0 (min(k, d)

kappaletta) ovat A:mn singulaariarvot.

Esimerkki 2.1. Kun k£ =5, d = 3, r = 2, on kaavan (2.4) diagonaalimatriisi

A muotoa

A1 0
A

OOO‘OO

o O OO

Tarkastellaan sitten lineaarista k& x d yhtaloryhmaéa
Az =y, zcR? ycRF (2.6)
missi A € RF*9, Téssi yhtilossd on siis k& yht#lod ja d tuntematonta.
Esimerkki 2.2. Yhtaloryhma
20 + 323 + 426) =5

62V 4+ 723 4+ 8:0) =9

10



voidaan kirjoittaa kaavan (2.6) tapaan matriisin ja vektoreiden avulla muo-

dossa
1)

2 3 4 ! D

6 7 8 9

——— z® ~~~
A —— y

xT

eli Az =y, missd A € R**3, I
Erotamme yhtéaloryhméssa (2.6) kolme eri tapausta.

1. k = d ja det(A) # 0. Télloin on olemassa yksikésitteinen ratkaisu
r=A"1y.

2. k =djadet(A) =0 tai k > d (ylimdaratty yhtaloryhma). Talloin ei

yleensi ole ratkaisua.

3. k < d (alimédardtty yhtaloryhma). T&llin on yleensa dérettomén monta

ratkaisua. Voi kuitenkin myos olla, ettd ei ole yhtédén ratkaisua.

Haluaisimme kuitenkin tilanteen, jossa aina l6ytyisi yksikésitteinen "ratkai-

su”. Yhtiléryhmén (2.6) yleistetty ratkaisu ¥ € R? midritelliéin ehdoilla
(i) min [[Az —y| = [|AZ — y],
zER4

(i) jos [| Az — y| = [[AZ — y||, niin [[z]} > [|Z[].

Huomautus. Tapauksessa 1 ylli pitee selvisti, ettd 2 = A~1y. Siksi vektoria

Z voi todella kutsua "yleistetyksi” ratkaisuksi.

Olkoon a! = [a;1, ..., a;s matriisin A i:s vaakarivi ja y = [yM, ... y®]7.
Silloin
alx
Az =
alx

11



ja

k
1Az —yll = | > (aTe —y
=1

Siten kohdan (i) nojalla valinta * = Z minimoi lausekkeen

k
E CL r—y ,
=1

eli Z on (2.6):n pienimmdn neliosumman ratkaisu. Kohdan (i7) nojalla & on

itse asiassa téllaisista ratkaisuista normiltaan pienin.

Osoitetaan nyt, ettd on olemassa matriisi AT € R¥* siten, etti
T=A"y.

AT on nimeltddn matriisin A (Mooren-Penrosen) pseudoinverssi.

Olkoon A ensin muotoa (2.4) oleva diagonaalimatriisi, A = A. Télloin

r k
JAz —yl? = Az -yl = 3~ (e —y@)2 + 3 (407,
i=1 i=r+1

Nyt selviisti = [y /Ar, ...,y /A, 0,...,0]7, joten
T = A"y, (2.7)

missé
dlag(}%a KRR )%ﬂ) Orx(kfr)
O(d—r)xr O(d—r)x(k—r)

AT = e R¥>F,

Yleisessd tapauksessa muodostetaan matriisille A ensin singulaariarvohajo-

telma,

A=UAVT,

12



jolloin

|Az — y|| = ||UAV 2 — y||
= |[UAVTz = UTy)||
= [[Av7Ta— 07y
= [[Az =,

missi z = VT2, w = Uy, toinen yhtdsuuruus seurasi ehdosta U~! = UT
ja kolmas matriisin U ortogonaalisuudesta. Edelleen, V' on ortogonaalinen,

joten VT on ortogonaalinen ja siis ||z|| = ||z||. Siten yht#léryhmén
Az=w

yleistetty ratkaisu Z vastaa kaavan Z = V77 vilitykselld yht#loryhmén (2.6)

yleistettyé ratkaisua . Mutta tuloksen (2.7) nojalla
Z=Aw

joten

F=Vi=VAtw=VATU"Y.

Siten matriisin A pseudoinverssi voidaan méaritelld kaavalla

AT =VATUT.
Helposti todetaan (HT):

(i) jos A on sidiinnéllinen, niin AT = A~
(i) (AT)*Y = (AM)T,
(ii1) AT = (ATA)TAT = AT(AAT)*.
Kohdista (i) ja (iii) saadaan kiytannossi hyodylliset tulokset

13



(iv) jos k > d ja AT A on sdéinnéllinen, niin AT = (ATA)~1AT,

(v) jos k < d ja AAT on sdannéllinen, niin AT = AT(AAT)~L.

Harjoitustehtédvané on osoittaa seuraavat tulokset:

1. jos k > d, ei AAT voi olla sddnnéllinen,
2. jos k < d, ei AT A voi olla sdinnéllinen,

3. jos k = d, AT A on s#@snnéllinen jos ja vain jos AAT on siddnnéllinen.

2.3 Satunnaisvektorit

Hahmontunnistusjirjestelmissi piirrevektoria € R? on luonnollista ajatella

satunnaissuureena, koska

e 1 on periisin satunnaisesta luokasta (esimerkiksi jokin luvuista 0, 1, ..., 9),

e saman luokan piirrevektorit ovat erilaisia (esimerkiksi numerot kirjoi-

tettu késin),

e mittauksessa voi olla satunnaisvirhetté, "kohinaa”.

Palautetaan siis ensin mieleen joitain todennékoisyyslaskennan perusasioita.

Todenndkoisyysavaruus on kolmikko (€2, F,P), missi

e )+ () on alkeistapausten joukko (perusjoukko),

e F on Q:n osajoukkojen joukko (tapahtumat),

14



e P: F — [0,00[ on todennékoisyys (mitta).
Liséksi vaaditaan, ettéa

e F on o-algebra,

e P(Q) =1 jajos Ay, Ay, ... € F pistevieraita, niin

IP’( U AZ-) = Z P(A;) (tdysadditiivisuus).
i=1 i=1

Satunnaismuuttuja (sm) on kuvaus X : QQ — R, jolle pétee
XY B)={weQ|X(w) e B} F, (2.8)

kun B C R on riittdvéan sdannollinen (ns. Borelin joukko). Siten néille B
todennikoisyys
P(X € B)=P(X '(B))

on madritelty.

Satunnaisvektori (sv) on vektoriarvoinen kuvaus X : © — R? jolle ehto
(2.8) pitee, kaikilla B C R? (Borelin joukko). Voidaan osoittaa, etti X =
(XM, ... ,X(d)]T : 0 — R? on satunnaisvektori jos ja vain jos X® : Q — R
on satunnaismuuttuja kaikilla ¢+ = 1, ..., d. Satunnaismuuttuja on siis satun-
naisvektorin (yksiulotteinen) erikoistapaus. Jatkossa merkitdén satunnais-

vektoreita yleensd isoilla kirjaimilla (X, Y. ..).

Satunnaisvektorin saamien arvojen todennékoisyytta kuvaa sen jakauma. Sa-
tunnaisvektorilla X on diskreetti jakauma, jos on olemassa sellainen numeroi-
tuva joukko C' C R, etta P(X € C) = 1. Jos C = {cy, ¢a, ...}, X:m jakauman

méadraavat pistetodenndkoisyydet

15



Esimerkki 2.3. Heitetddn kahta noppaa. Olkoon X = noppien silmalukujen
summa. Kuvailemme koetta todennékoisyysavaruudella, jonka perusjoukko
on Q = {(4,5) | i,j = 1,...,6}. Tapahtumien kokoelmana F on kaikki
:n osajoukot. Olkoon A C Q ja n(A) joukon A:n alkioiden lukumé&éri.

Maaritelldan

n(A
P(A) = %
Silloin (£2, F,P) on todennékoisyysavaruus. Kun w = (7,7) € Q, on X(w) =
i+ 7. Satunnaismuuttujan X arvojoukko on C'= X (Q2) = {2,3,...,12}. Nyt
n(2) = 36 ja pistetodennikoisyydet saadaan kaavasta

6— [k — 7|

k=23,...,12.
36

pk:P(X:k):

Funktio f : RY — [0, 00[ on tiheysfunktio (tf), jos

/ f(x)dz = 1.

Tarkkaan ottaen lisiksi vaaditaan, ettd f on ns. Borelin funktio eli etti
f~Y(B) on Borelin joukko kaikilla Borelin joukoilla B C R. Kaikki t&ll4
kurssilla eteen tuleva funktiot ovat Borelin funktiota — on itse asiassa melko

vaikeaa keksid esimerkkeja funktioista jotka eivét sitd ole.

Satunnaisvektorilla X on jatkuva jakauma tiheysfunktiona fx, jos

P(X € B) = / fu(2)da

kaikilla B C R? (Borel).

Esimerkki 2.4. (Tasainen jakauma avaruudessa R?)

16



Kuva 2.1: Joukossa A tasaiseen jakaumaan liittyva todennékoisyys.

Olkoon A C R? kiinted ja X = [X() X (2)}T joukosta A umpimihkiin

valittu piste. Silloin, jos B C R? ja m(-) merkitsee joukon pinta-alaa, pétee

P(X € B) = m(AN B)

mattb) 2
m(A) B C R~

Oletamme téssé, ettd m(A) > 0. (Tarkkaan ottaen pitéisi puhua taas Borelin
joukoista ja pinta-alan sijaan Lebesguen mitasta.) Tilannetta on havainnol-

listettu kuvassa 2.1. Olkoon nyt

L xeA,
fx(a) =W

0, muulloin.

Talloin selvésti

R[fx(l‘)dw:/m(lA)dw:m(A)-ﬁ 1,

joten fx on tiheysfunktio. Edelleen, jos B C R?, on

/fx(x)dw = ﬁdx = %2)3) = P(X € B).

ANB

Siten fx on X:n tiheysfunktio. Sanomme, ettd X:n jakauma on tasainen
A:ssa. I
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Satunnaisvektorin X jakaumaa voidaan myos luonnehtia erilaisilla tunnuslu-
vuilla. N&itd ovat mm. odotusarvo, kovarianssi ja korrelaatio. Tarkastellaan

seuraavassa vain jatkuvan satunnaisvektorin tapausta.

Palautetaan ensin mieleen jatkuvan satunnaismuuttujan X : {2 — R vastaa-

vat tunnusluvut. Oletetaan, etté kaikki alla olevat integraalit ovat olemassa.

Odotusarvo .
E(X) = / xfx(z)dx
kuvaa X:n keskimé&ardista arvoa. -
Varianssi
DA(X) = B[(X ~BOO)') = [ (o~ BO)) Fcla)ds

puolestaan kuvaa X:n arvojen keskittymistd E(X):n ympérille. N&itd késit-

teitd on havainnollistettu kuvassa 2.2.

Olkoon sitten X :  — R? jatkuva satunnaisvektori,

x@
X =[x0 . x@)" =] :
X (d)
X odotusarvo on vektori
E(XM)
E(X) = : cR?
E(X @)

Vektorin E(X) komponentit ovat satunnaismuuttujien X® odotusarvoja,

BUX) = [0 fe(opde = [ a0 o @®)a
Rd —0o0
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Kuva 2.2: Kuvassa on kolmen satunnaismuttujan jakauman tiheysfunktiot.
Kunkin satunnaismuuttujan odotusarvo E(X) = 0 mutta varianssit eroavat,

D?*(X) =0.5,1 tai 2, kapeimmasta jakaumasta leveimpéin.

missé
Fyw (@?) = / / / / (@) da® - dgliD gD L @

on X®Wm (reuna)tiheysfunktio. Merkitsemme odotusarvoa tavallisesti j:114
tai px:ld. Siis g = E(X), = [p®, ..., p@]7 p@ =E(X®),i=1,....d.

X:n kovarianssimatriisi on

COV(X) = [Uij] € RdXd, (29)
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misséa

i = E[(X(i) — u@Dy (X — ,u(j))}

:/(()—M())( )fx()
/ / V- (J) )fX@) X(J)( @) )dgg(Z dx(J

misséd fxo xo (2@, 29)) on parin (X@, XU)) (reuna)tiheysfunktio, i,j =
1....d

Koska
XM — 4
(X =W)X =)' = : (XD —p @ X @ — @]
X (d) _ ,u(d)
(XM — gO)(XO = p®) o (X0 = 4 0) (XD — @)
(X(d) — u(d))‘(X(l) — N(l)) (X(d) — u(d))'(X(d) — ,u(d)) |

on itse asiassa
Cov(X) =E[(X — p)(X — M)T}.

Nédemme myos, ettd kaavassa (2.9)

[(X() —u(i))Z} — DQ(X(")),

E
E[(X() _ M(i))(X(J') _ M(J’))} — COV(X(i),X(j)), i # 7,

missi, Cov(X @, X)) on satunnaismuuttujien X ja X0U) on kovarians-
si. Merkitsemme kovarianssimatriisia tavallisesti >:lla tai Yy:1l4. Siis ¥ =

Cov(X) = [oy].

Hahmontunnistuskirjallisuudessa korrelaatiomatriisilla tarkoitetaan usein mat-
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riisia
S =E(XX") = [sy),
si; =E(XOXD) = /x(i)x(j)fx(x)dx.
Rd
Sen sijaan tilastotieteesséd "korrelaatiomatriisi” maaritellidn kaavalla
R = [ry],
0y B Cov(X @, X0))
VTii/T55 /DX ®)\/D?(X)

Tij

Suureet 3, S ja R mittaavat eri tavoin X:n komponenttien X vilistd riip-
puvuutta. Kovarianssimatriisin 2:n diagonaali puolestaan kuvaa satunnais-

muuttujien X @ keskittymisté odotusarvojensa ;) ympérille.

Huomautus. Edelld oletettiin, ettd kaikki odotusarvot (integraalit) olivat ole-
massa. Oletamme aina jatkossakin, etté kaikki satunnaisvektoreilla suoritetut

operaatiot ovat hyvin méériteltyja.

Kaytannossa p, S ja ¥ joudutaan estimoimaan X:std saadun satunnaiso-
toksen Xi,..., X, ~ fx avulla (X;:t siis ovat riippumattomia ja samoin

jakautuneita, tiheysfunktiona fy). Tavallisia estimaattoreita ovat

1
= . Z X (otoskeskiarvo)
i—1
~ 1 <
S=-> XX toskorrelaatiomatriisi
n ; i (otoskorrelaatiomatriisi)
~ 1 n
x= n—1 Z(Xz — 1)(X; — ,ll)T (otoskovarianssimatriisi)

i=1

~

Tekija 1/(n — 1) ylla takaa harhattomuuden, E(X) = 3.
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2.4 Multinormaalijakauma

Olkoon X jatkuva satunnaisvektori, A € R%? sisnnollinen ja b € RY. M-

ritellaan uusi satunnaisvektori X:n affiinina muunnoksena

Y = AX +b.
Silloin
uy =E(Y)=E(AX +b)
=E(AX) + E(b)
=AE(X)+b= Aux +0b.
Edelleen,

AX +b— Apx —b)(AX +b— Aux — b)7]
AX = ) (ACX = ax)]

x AT, (2.10)
Kuten tunnettua, satunnaismuuttujalla X sanotaan olevan standardi nor-
maalijakauma, jos sen jakaumalla on tiheysfunktio

1
e 2, xelR.
Talloin merkitédén X ~ N(0,1) (kuva 2.3).

Sanomme, ettd satunnaisvektorilla X = [X(l), e ,X(d)}T on standardi mul-

tinormaalijkauma, jos sen jakaumalla on tiheysfunktio

fx(@) = Grgme 2. weR
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y = fx(z)

0.4

0.35f

0.3

0.25

0.2

0.15f

0.1F

0.05

Kuva 2.3: Standardinormaalijakauman tiheysfunktio.

Ti#lloin merkitsemme X ~ N(0, I;). Kun o = [z0), ... 2@ on siis

1

(M2 4y (D)
fx(ﬂc):We S @
d
1 1,6
— —3(x®)? (
=11 e~z (@), 2.11)
V2T

s
Il
—

Tasté voidaan laskea X ®:n tiheysfunktio,

Froo (29 = / / / / Fr(@)da D - - dzliD gD g

1 1/ e
e~ 3@ )’

Ve

silla
1 1 -
= 3@ )
e V) =
/ V2T
kaikilla j = 1.
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Siis X® ~ N(0,1) ja erityisesti ux = [txw,...,uxw]” =1[0,...,0]7 =
Edelleen, kaavan (2.11) nojalla XM, ..., X ovat riippumattomia. Siten X:n

kovarianssimatriisille 3 = [0;;] saadaan

o;; = Cov(X®, X))
— E[(x - 0) (X% - 0)]
~E(XOX0) = B(X©)E(X)
=0-0=0

kaikilla i # j ja 05 = D*(X®) = 1 kaikilla 4. Siten Xx = I,.

Tehd&dén nyt satunnaisvektorille X ~ N(0, I,) affiini muunnos
Y = AX + b,

misséd A on sddnnollinen. Edelld lasketun perusteella

/,Ly = AO —f- b = b,
Yy = ALLAT = AAT. (2.12)

Olkoon ¢ : RY — RY, g(x) = Az +b. Silloin Y = g(X). Johdetaan Y:n
tiheysfunktio. Kun B C R?,

P(Y € B) = P(¢9(X) € B)

Tehdddn muuttujan vaihdos y = g(z), jolloin z = g7 *(y) = A~ (y — b) ja

/ fx(x)de = / fx (A7 (y — b)) det(AY)dy / — fv(y)dy,
) B B

g~ (B
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missé
fr(y) =|det(A™)| fx (A (y = b)), yeR?,

joka on siis Y:n tiheysfunktio. Siis

det(A~! Al a=1(0_mI?
ot = Bt oo

Tassa

A =0l =A@ -0] A v )
b (AT Ay b)
b

y—0)" (AAT) " (y = b)

=
= (y
= (
= (y—my)" 25 (y — ),

missé viimeinen yhtdsuuruus seuraa kaavoista (2.12). Edelleen,

det(Dy) = det(AAT) = [det(A)]?,

joten ) )
det(A Y| = = .
4 = @@~ Ve
Siten
frly) = 1 o3 —ny)T 2§1(y7uy)’ y € RY

(2m)i/2\ [det(Sy )

Sanomme, ettd Y:lla on multinormaalijakauma parametrein py ja 3y ja mer-
kitsemme
Y ~ N(,uy, Zy)

Matriisi ¥y = AAT on symmetrinen ja positiivisesti definiitti (HT). Multi-
normaalijakaumaan paadyttaisiin myos madrittelemalld sen tiheysfunktioksi

yleisesti
1 1 T —1
— —35(y=b)" C~H(y-b)
e 2 , 2.13
() (2m)4/2, /det(C') ( )
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missi C' € R¥4 on symmetrinen ja positiivisesti definiitti ja b € R?. Nimit-
tdin, olkoon C' € R¥*? miki tahansa symmetrinen ja positiivisesti definiitti
matriisi ja

C =UAU"
matriisin C' ominaisarvohajotelma, missd A = diag(\y, ..., A\g), A; > 0 kaikil-

la 4. Silloin voidaan mééritelld matriisin A "neligjuuri”
AY? = diag(A)?, .. A
ja edelleen A = UAY2, jolloin

AAT = (UN'2)(UAV)T
— UAl/Q(Al/Q)T UT
= UANUT = C.

Siten, jos X ~ N(0,1;), on satunnaisvektorilla Y = AX + b tiheysfunktio
(2.13).

Huomautus. Edella olevien tulosten perusteella on tietokoneella helppo si-
muloida satunnaisvektorin Y ~ N(b, C') arvoja, kunhan on kiytossa N(0, 1)-

jakautuneita satunnaislukuja tuottava satunnaislukugeneraattori:

d)

1. Generoi riippumattomat XM ... X@ ~ N(0,1), jolloin X =

(XWX~ N(0, I,).
2. Laske Y = AX + b, missi, C = AAT.

3. Toista n kertaa.

Tuloksena on silloin satunnaisotos Yi,...,Y, ~ N(b, C).

Mink4 "muotoinen” on jakauman N(ux, ¥y ) tiheysfunktio fx? Nyt siis

1 1 T sy—1
_ —5(@—pux)" T (z—px) d
T) = e 2 X , x &R
Ix(®) = i ey
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"Muodon” méadraavat tasa-arvopinnat fx(z) = vakio eli pinnat

(z — px)" By (= — px) = ¢,
¢ = vakio. Olkoon ¥ x = UAU” ja tehddin muuttujan vaihto
y=U"(z — px), (2.14)
= pux +Uy.
Silloin
(z — px)" Bx' (& — px) = (Uy) " UATUT Uy
=yTUTUN U Uy

d (1))2
— yTA Ly = (y
yTA Ty ; SV

koska UTU = I,.

Kaava (2.14) voidaan tulkita siten, etté origo siirretdén px:44n ja koordinaa-
tisto kierretdén siten, ettd uusiksi kantavektoreiksi tulevat uq,...,uq (U:n
pystyrivit). Tasa-arvopinnoilla on t&lloin yhtalo

L (y9)?2

Z)\i ¢

i=1

eli

d (4) 2
3 ( 4 ) —1.
i—1 vV C)\i

Tamé on avaruuden RY ellipsoidi puoliakselien pituuksin v/c);. Tilannetta

on havainnollistettu kuvassa 2.4 tapauksessa d = 2.

Edelleen, jos
Y = UT(X = i) = [Y O, YO,

by = E[UT(X — )] =0
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2
2 ) :
D in1 (5@) = Leli

(= px) Sy (= px) = ¢

Kuva 2.4: Kaksiulotteisen normaalijakauman tasa-arvokéyra.
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ja, koska Y on muotoa AX + b, missi A = UT, on (2.10):m nojalla
Yy = U'SyU = UTUANUTU = A,

joten \; = D*(Y®).

2.5 Valkaisu

Olkoon satunnaisvektorin X kovarianssimatriisi Xy positiivisesti definiitti.
Silloin
Yy = UAUT,

missd A = diag(A1, ..., Ag), ja A; > 0 kaikilla 7. Maéaritellaan
AV2 = diag(A 2L AP,
Silloin selvisti A=1/2 = (AY2)7! joten
(UAY2)~1 = A-V20T,
Olkoon A = A"Y2UT ja Y = AX. Silloin (vrt. (2.10))

Yy = AN AT
= ANV2UTUAUTUAY?
= ATVPANTY2 = 1,

koska UTU = I,;. Sanomme, etti muunnos Y = AX wvalkaisee X:n. Satun-
naisvektorille Y = [Y() [ Y@]T pitee:

e D?(Y) =1 kaikilla 4,

e Cov (Y(i), Y(j)) =0eli Y ja YU ovat korreloimattomia kaikilla i # j.

Huomautus. Jos X ~ N(ux,Xx), ovat YV .. Y@ itse asiassa riippumat-

tomia: fy = fya) - fyw.
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A fX (.1') = Vakio A
fv(y) = vakio
A
SN
_ 20 .y

Kuva 2.5: Valkaisu havainnollistettuna tiheysfunktioden tasa-arvokayrill.

Valkaisua on havainnollistettu kuvassa 2.5. Siiné erityisesti X x diagonalisoi-
daan. Hahmontunnistuksessa on joskus hyotya siitéd, ettd kaksi kovarians-
simatriisia voidaan myo0s diagonalisoida samanaikaisesti. Olkoot Cy ja Cy

symmetrisid ja C liséksi positiivisesti definiitti ominaisarvohajotelmalla
Cy=UAU".
Merkitdan 0;1/2 = UA"Y2UT. Tallsin 01—1/20201—1/2 on symmetrinen:
(CrPee™?)" = (e e e
ja
(01*1/2)T _ (UAfl/QUT)T _ (UT)T(Aq/z)TUT — UAY2pT — 051/2’

sekii T = (Y, koska Cy on symmetrinen. Siten matriisilla C| Y 20201_ 2 on

ominaisarvohajotelma,

crPo,c? =vDvT, (2.15)
D= diag(él, cey 5d)

Olkoon nyt
A=VTCrV? = vTUAV2UT,
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A le A ¥
Y7
fXQ '
A
_—
Iva
e e

Kuva 2.6: Kahden kovarianssin samanaikainen diagonalisointi havainnollis-

tettuna tiheysfunktioiden tasa-arvokayrilla.
Silloin

ACLAT = (VIUAV2UT) (UAUT) (UAV2UTY) = 1,
ACLAT = VT Py VPV = D,

missd viimeisessd yhtélossa sovellettiin kaavaa (2.15). Ndemme, ettd A dia-
gonalisoi sekd matriisin € ettd matriisin Cs. Erityisesti, jos X; ja X, ovat
satunnaisvektoreita kovarianssimatriiseilla C (positiivisesti definiitti) ja Cs,
on

Y1 = AX; valkaisu (3y, = 1)

Yo = AX, diagonalisointi (Xy, = D).

Sekd Yy ettd Yo:n komponentit ovat korreloimattomia. Multinormaalissa
tapauksessa ne ovat jopa rigppumattomia. Tilannetta on havainnollistettu

kuvassa 2.6.

Huomautus. Multinormaalissa tapauksessa tasa-arvo ellipsoidien akselit ovat
kovarianssimatriisin ominaisvektoreita; diagonaalisen kovarianssin tapauk-

7
sessa ominaisvektorit ovat tietysti kantavektorit [0,...,0,1,0,...,0]7, i =
1,...,d.
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Luku 3

Paatosteoriaa

3.1 Hahmontunnistuksen matemaattinen mal-

li

Olkoon X : Q — RY satunnaisvektori, jolla on jatkuva jakauma. Mitattua

piirrevektoria € R? ajatellaan X:n arvona, eli realisaationa,
X(w) =z,

missd w € () vastaa tehtyéd mittausta tai havaintoa. Tamé on tapa mallintaa
x:n satunnaisuutta. Olkoon ¢ € N ja oletetaan, etté x voi olla perdisin jostain
c:std mahdollisesta luokasta eli x on peréisin jostain luokasta j € {1,2,...,c}.
Piirrevektorin X luokkaa mallinnetaan diskreetilld satunnaismuuttujalla J :
Q—{1,...,c}. Siis

J(w) = 7.

Koko piirrevektoria mallinnetaan satunnaismuuttujaparilla (X, J).

Huomautus. On syytéa korostaa, ettd satunnaismuuttujat X ja J riippuvat

toisistaan. Lisiksi yleisesti ottaen J ei suinkaan maardydy yksikésitteisesti

32



X:n perusteella: tdsmélleen sama z voi periaatteessa olla peréisin useammas-

ta kuin yhdesté luokasta j.
Hahmontunnistuksen luokittelua koskevan ongelman voikin pelkistdd muo-
toon "kun z on havaittu, on arvattava siihen liittyva luokka j”.

Esimerkki 3.1. Postinumeron automaattinen luku kirjekuoresta.

Yksittdista numeroa tunnistettaessa meilld on ¢ = 10 luokkaa:

luokka j merkitys
J lukuj (j=1,...,9)
10 luku 0

Piirrevektori x on muodostettu tunnistettavaa numeroa esittavasta digitaa-

lisesta kuvasta. I

Esimerkki 3.2. Joskus on kehitelty ajatusta lentokentilld kaytettédvasté
turvaportista, joka voisi erottaa toisistaan toisaalta joukon pienié metalliesi-
neitd ja toisaalta ison metalliesineen, joka voisi olla vaikka késiase. Nain voi-
taisiin toivottavasti pienentéé véérien halytysten méaarad. Talloin siis meilld

olisi ¢ = 3 luokkaa:

luokka j merkitys

1 ei metallia
2 iso metalliesine
3 paljon pienid metalliesineitéa

Piirrevektori x muodostetaan portin keloissa mitatun sihkémagneettinen hei-

jastuksen (kelojen jénnitteiden) avulla. I
Luokitteluongelma ratkaistaan mésrittelemalld luokitin g : R4 — {1,... ¢}
(Borelin funktio) ja kdyttamallad sitten padtossaantoa

g(x) = x:n luokka.

33



Rd

Al Ag
o« T
A;
Ay
paatospinta

Kuva 3.1: Luokittimen p#dtosalueiden synnyttims avaruuden R ositus.

Péadtossdanto on siis tdysin deterministinen: tietty havaittu x luokitellaan
aina samaan luokkaan. Luokitin ¢ itse asiassa jakaa piirreavaruuden R? pis-

tevieraisiin pddatosalueisiin
Aj=g (i) ={reRg(x) =4}, j=1....c

Siten g(z) = j kaikilla z € A; eli kaikki joukon A; vektorit luokitellaan luok-
kaan j. Padtoalueet A; ovat Borelin joukkoja ja ne muodostavat avaruuden

R? pistevieraan osituksen,
C
RY=|JA;, AinA;=0, kuni+# j.
j=1
Padtosalueita erottavat toisistaan pdadtospinnat. Kun g on riittdvén sdannolli-
nen, ovat padtospinnat myos matemaattisessa mielessé “pintoja”. Tilannetta

on havainnollistettu kuvassa 3.1.

Huomautus. Yleensa kaikki luokasta j peréisin olevat piirrevektorit eiwvdit sa-
tu tédsmalleen alueeseen A;. Edelleen, kuten edelld huomautettiin, sama x voi
my0s olla perdisin usesta eri luokasta. T&lloin ei yleensd voida vélttaa sité,
ettd tietylld todennékoisyydelld jotkut havainnot luokitellaan véarin. Pyr-
kimyksend tavallisesti onkin valita g siten, ettd tdmé& virhetodennékoisyys

minimoituu.
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Esimerkki 3.3. Sukupuolta voi yrittdd méadratd ihmisen pituuden perus-
teella. Vaikka miehet yleensd ovatkin vahén pitempié, voi miehelld ja naisella

kuitenkin olla tdsmélleen sama pituus. I

Esimerkki 3.4. Turvaportin tapaukset j = 2,3 voivat helposti synnyttaa

samanlaisen sihkomagneettisen heijastuksen. I

3.2 Bayesin luokitin

Luokan j prioritodenndkdisyys on todennékoisyys, ettd satunnainen piirre-

vektori X on peraisin luokasta j,

Esimerkki 3.5. Postinumeron tunnistuksessa luonteva oletus voi olla P; =
1/10 kaikilla j = 1,...,10. I

Esimerkki 3.6. Turvaporttiesimerkissé tilanne on selvéstikin paljon ongel-

mallisempi. Mika esimerkiksi on todennékoisyys, ettd henkilo kantaa asetta?

Oletetaan jatkossa, ettd P; > 0 kaikilla j. Luokan j ehdollinen tiheysfunktio
eli luokkatiheysfunktio f; on tiheysfunktio, jolle

PMEBU:ﬁ:/ﬂ@m, B C R (3.1)

Tassa
P(X € BjaJ =)

P(J = j)
on todenndkoisyys, ettd X € B ehdolla J = j. Tiheysfunktio f; siis kuvaa

P(X € B|J =j) =

(3.2)

piirrevektoreiden X jakauman luokassa j. Taté voidaan merkitd (X|J = j) ~

f; ja myo6s esimerkiksi vaikka (X|J = j) ~ N(p;,;), kun luokan jakauma
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on multinormaali. Oletamme jatkossa, ettd luokkatiheysfunktiot f; loytyvat

kaikille luokille 7 =1,...,¢c

Osoitetaan, ettd kaava
C
) = ijfj(x), z € R?
j=1

miédrittelee satunnaisvektorin X tiheysfunktion. Jos nimittiin B C R? on

ensinnakin

[swa= [ :ijxx)dx
- Z Py [ fi@s

=> PP(X €B|J =)

j*l

—ZIP P(X € B|J = j). (3.3)

Todennékoisyyslaskennan tavanomaisin merkinnéin X € B tarkoittaa tapah-

tumaa

{we Q| X(w)e B} ={X € B}

ja J = j tarkoittaa tapahtumaa

{fwe]J(w) =7} ={J=j}

Tapahtumat {J = j}, j = 1,..., ¢ selviisti muodostavat perusjoukon € pis-

tevieraan osituksen (kuva 3.2),
Q= J{7=14},
j=1
joten kokonaistodennékoisyyden kaavan nojalla saadaan

P(X € B) ZIP’ P(X € B|J = ). (3.4)
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{X € B}

Kuva 3.2: Kokonaistodennékoisyyden kaavan soveltaminen péaédtosalueiden

muodostamaan ositukseen.

Siten
P(X € B)

B/f

joten f on todellakin kaavojen (3.3) ja (3.4) nojalla X:n tiheysfunktio.

Luokan j posterioritodenndkoisyys (pisteessd z) on ehdollinen todennékoi-
Syys
P(J = j|X = x).
Se on todennékoisyys, ettd havaittu x tulee luokasta j. Merkitsemme jatkossa
lyhyesti
P(J = jIX = z) = P(j|).

P(jlx) voidaan laskea kaavasta (katso huomautus alla)

b fi(z)
P(]|l’) _ f(z) kun f(l') > 0, (35)
0, kun f(x) =

Nyt P(jlz) = 0 ja

KH

= P _;C _f@)
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kun f(z) > 0.
Huomautus. Todenn#koisyytta P(J = j|X = z) ei voi suoraan tulkita ta-
pahtumien ehdollisena todennékoisyytend silla kaava

P(J=jjaX =x)
P(X =x)

P(J = jIX —2) =
ei ole jarkevé, koska

P(X =2) = /f(u)du = 0.
{=}
Voidaan osoittaa, ettd (3.5) kuitenkin yhtyy ehdollisen todennikéisyyden
tarkkaan, mittateoreettisen todennéakoisyyslaskennan méaaritelméadn. Tamén
kurssin tarpeisiin tyydymme kuitenkin vain seuraavaan heuristiseen peruste-

luun.

Olkoon € > 0 pieni ja
B(z,e) ={ueR?| Ju—=z| <&}
pieni z:n ympéristo. Silloin

/ P(jlu)f (u)du ~ P(j|z) / f(u)du
B(

B(Z,é) J?,E)

= P(jlz) P(X € B(x,¢)).

Toisaalta (3.5):n nojalla

[ Pltswa- %f)“) F(u)du
B(re) B(ze)
=P fi(u)du
.




missé kolmas ja neljds yhtdsuuruus seurasivat vastaavasti kaavoista (3.1) ja
(3.2). Siten

P(jlz)P(X € B(z,¢)) # P(X € B(x,¢) ja J = j)

eli

P(X € B(z,¢) ja J = j)
P(X € B(z,¢))

P(jlz) ~ =P(J =j|X € B(z,¢))

mikd on todenndkoisyys, ettd J = j ehdolla X € B(z,¢). Kun ¢ — 0,
voidaan P(j|z) siis todellakin tulkita todennékoisyydeksi, ettd havaittu = on
periisin luokasta j. Kaavassa (3.5) médritelmé P(j|z) = 0, kun f(x) = 0, on

puolestaan puhtaasti vain sopimus.

Olkoon 2y, ..., z, € R. Merkinta

k = argmax z;

7j=1,...,n
tarkoittaa, ettd z; on suurin luvuista zq,..., 2z,,
2z, = max{zy, ..., 2, }.

Saadaksemme yksikésitteisesti sen k:n, sovimme, ettd k& on pienin [, jolla

z = max{z1,...,2,}. Vastaavasti méidritelladn merkinté
k = argmin z;.
Jj=1,...n

Esimerkki 3.7. Olkoon (21, 22, 23, 24, 25, 26, 27) = (2,1,3,1,4,2,4). Silloin

argmax z; = o, argmin z; = 2.

=1y =17
I
Maéaritelmi 3.8. Bayesin luokitin on kuvaus ¢g* : RY — {1,..., ¢},
g*(x) = arginax P(jlz), zeR% (3.6)
=1,
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Siis: g*(z) € {1,...,c} on luokka, jolle

P(g"(@)la) = max P(jlo) (3.7

=1,..,

eli g*(x) on luokka, jolla on suurin posterioritodennikoisyys.

Koska P, ()
o
P(jlz) = L=,
=
voitaisiin yhtéd hyvin méaaritella
g'(x) = arg?lax P; fi(x) (3.8)
J=1,c
eli
Py@)Jy @) () = max P; f;(x). (3.9)

Tamé pitee myos, kun f(z) = 0. Silloin P(j|z) = 0 ja P;f;(x) = 0 kaikilla
J, joten g*(x) = 1 seké (3.6):ssa, ettd (3.8):ssa.

Maéésritelma 3.9. Luokittimen g : R — {1,..., ¢} virhetodenndkdisyys eli

luokitteluvirhe on

e(g) =P(g(X) £ J).

Téssd symboli ”e” tulee sanasta "error” (virhe).

Huomautus. Koska J on X:m oikea luokka, on g(X) # J jos ja vain jos

luokitin ¢ tekee virheen. Siten
e(g) = todenndkoisyys, ettéd g tekee virheen.
Lause 3.10. Bayesin luokittimella on pienin virhetodenndkdisyys.

Todistus. Olkoon g* : RY — {1,...,c} Bayesin luokitin (3.6) (tai (3.8)) ja

g:R?— {1,..., c} mielivaltainen toinen luokitin. On niytettivi, etti
e(g") < e(9).
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Saadaan,
e(9) =P(g(X) # J) =1-P(9(X) = J).
Nyt joukot
(/=i ={we]Jw) =7}
muodostavat perusjoukon ) pistevieraan osituksen:
Q:O{J:j} ja {J=4tn{J=k}=0, kun j # k.
j=1

Kokonaistodennéikoisyyden kaavan nojalla saadaan silloin

P(g9(X)=1J) = ZP@(X) = J|J = j)P(J = j)
= ZP P(g(X) = j|J = j)

= Zm(x € g ' (G)IJ =)

j=1
=3 [ fwys
j:l A]-
Téssa
Aj=g7'(j) = {z e R| g(z) = j},
ja viimeisessd yhtdsuuruudessa kaytettiin kaavaa (3.1). Edelleen,
Py [ e = [ Pif@is = [ Pyt (@)is
Aj Aj Aj
Toisaalta

=J4,, AnA =0 kmj#k,

joten

Zp/fj dx—Z/ Py fotay (2 dx_/P ) fotwy (@) d.

JlA

41



Siten
e(g) =1- /Pg(x)fg(x)(l‘)dl‘. (310)

Rd

Kaavasta (3.9) seuraa Bayesin luokittelijalle g*, etta
Pya) foo)(@) < Ppea) [y () kaikilla z € R

Tuloksen (3.10) nojalla saadaan silloin

e(g) 2 1- /Pg*(m) fg*(x)(x> dr = €(g*)

R4

Suure e(g*) on pariin (X, J) liittyvd Bayesin virhetodenndkdisyys.

Huomautus. Sama virhetodennékoisyys saataisiin, jos valittaisiin ¢*(z) tasa-
pelien tapauksessa jotenkin toisinkin silld tasapelithén eivat mitenkédén né-

kyneet todistuksessa.

Voitaisiin kysyéd miksi jatkaa teorian kehittelyd endd téstd eteenpéin, kun
kerran optimaalinen luokitin on nyt 16ydetty? Syy on siind, ettd harvoin
suureet P; ja f; ovat tarkkaan tiedossa. Niitd joudutaan kéytéannossé jotenkin
aina arvioimaan, estimoimaan ja Bayesin luokitin j&da vain ideaaliksi, jota

kuitenkaan ei yleensé voida tavoittaa. Tdhén palataan mychemmin.

Esimerkki 3.11. Olkoon d = 1, ¢ = 2 ja luokkien jakaumat normaaleja,

Luokka 1: fi(z) =
Luokka 2:  fo(z) = —=e @V P, =06

Siis,



Yy 035

0.3

0.25F

0.2

0.151

0.1

0.05F

| -
x=0.29731
|

y = Py fi(z)

y = Pafo(x) |

A

\ "paitospinta”

Kuva 3.3: Esimerkin 3.11 luokkatiheysfunktiot ja pa&tcsalueet.
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Bayesin luokittimen paatossaanté on

jos Py fi(z) > P, fo(x),  luokitellaan luokkaan 1
jos Py fi(z) < Ps fa(x), x luokitellaan luokkaan 2

Merkitdan tatéa lyhyesti
1
Py fi(z) < b fo().

Olkoon I(z) = fi(x)/fo(z) (ns. uskottavuusosamddrd). Silloin Bayesin péé-

tossdanto voidaan kirjoittaa muodossa

02 5 el slo) = —log (1) S1og (7).

missé log tarkoittaa luonnollista logaritmia.

bl

Nyt

Siten Bayesin luokitin on

L P 11 1 P
2x—1§log<ﬁl) eli TS -+ -log <—1)

2 ) 2 2 2 Py
Nain ollen
“(2) I, kunz <1 5T 3 1 5 log (%)
g \r)=
2, kunz >3 —|— 1 5 log (%)
Tassa
1 1 P 1 1 0.4
—+—-1lo =—+-1lo ~ 0.2973.
53 g(PQ) 3 T8 (55)

Siten optimaaliset paédtosalueet ovat likimain (kuva 3.3)

={z|g"(x) =1} =] — 00,0.2973]
={x | ¢g"(x) =2} =]0.2973, 00|
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Luokitteluvirhe voidaan laskea kaavasta (3.10),

o0

0.2973 00

—00 0.2973

Olkoon

jakauman N(0, 1) kertyméafunktio. Silloin

0.2973 0.4204

1 1,2
r)dr ~ —— e 2% du = $(0.4204) ~ 0.6629,
T 1 [ .
z)dr ~ —— e 2% du=1—P(—0.9938) ~ 0.8398,
0.2973 —0.9938

missd ensimmaéisesséd ja toisessa integraalissa tehtiin vastaavasti muuttujan

vaihdokset © = u/x/i jar—1= u/x/i Siten
e(g*) ~ 1 —0.4-0.6629 — 0.6 - 0.8398 ~ 0.2310.

Téatéa pienempéaédn virheeseen ei siis milladn luokittimella voi paésta. I

Edellinen esimerkki yleistyy vilittomisti avaruuteen RY ja mielivaltaisille

luokkatiheysfunktioille fi, fo. Maéaritellaan

)= fi

s(z) = — log (I(x)),

missa oletetaan, ettd [(x) > 0 kaikilla z. Bayesin luokittimen paatossaantona

on

1P 1
l(x) 2 FQ eli s(z) < log (—1)
2 P 2
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jolloin péaatospinnaksi tulee

{zeR!|l(z) = R/P} = {z eR?| s(z) =log(P1/P)}.

Tarkastellaan vield c:n luokan tapausta ja johdetaan luokitteluvirheelle uusi

kaava. Olkoon g : R? — {1,...,c} luokitin ja

Aj={reR|gx) =4}, j=1,...,c

Silloin kokonaistodennékoisyyden kaavasta saadaan

e(9) ZP( (X) #J)
_ZPIP’ ) # J|J =)

—ZPP ) # 4| = j)

_;PW\/A fila

eli .
e(g) = ZPJ e;(9)
j=1

misséa

on todennékoisyys, ettd luokan j piirrevektori luokitellaan véérin. Siten e(g)

on painotettu keskiarvo kunkin luokan "sisdisestd” virhetodennékoisyydesta.

Erityisesti Bayesin virhetodennékoisyydelle saadaan

ZP e;(g"), (3.11)

/f]

R\ A*

Ar={ze R | g*(z) = j}.
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Y 035 :
|
x =0.29731

0.3

025 y= P fi() : y = Pyfo(x) |

0.2} |
0.15}F .
0.1} .
0.05F .
0
=3 -2 -1 0 \1 2 3 s T
< > < =
* *
Ay As
*
Pres(g”) Piei(g7)

Kuva 3.4: Esimerkin 3.11 luokkakohtaiset virheet.

Luokkakohtaisia virheité e;(¢g*) on havainnollistettu kuvassa 3.4. Siin viivoi-

tettujen pinta-alojen summa on e(g*) ~ 0.2310.

Bayesin virhetodennékaisyys voidaan periaatteessa laskea kaavasta (3.11), jos

Pj:t ja f;:t tunnetaan. Kdytdnnossd tamé on useinmiten mahdotonta, koska

alueet A7 ovat monimutkaisia ja integraaleja [ fi(z)dz ei saada laskettua.
RA\A

Olkoon kuitenkin ¢ = 2 ja f; ja fo tunnettuja. Silloin on joskus mahdollista

madrata satunnaismuuttujan

f1(X))

s(X) = —log (I(X)) = —log (fQ(X)
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luokkatiheysfunktiot g;,

P(s(X) € BlJ =j) = /gj(s)ds, j=1,2 BCR.
B

Talloin

I
—
Q

=

w

S~—
U
w

log(P1/P2)
ja vastaavasti ex(g*):lle. Namé ovat yksiulotteisia integraaleja ja siten kéy-

tdnnossd helpommin laskettavissa.

3.3 Muita optimaalisia luokittimia

3.3.1 Bayesin minimiriskiluokitin

Turvaportti on esimerkki luokitteluongelmasta, jossa eri virhetyypit eivét ole
vakavuudeltaan samanarvoisia. Vaara hilytys, jossa matkustaja otetaan tar-
peettomasti tarkempaan tutkimukseen on vihemmén haitallista kuin asetta

kantavan terroristin padstdminen lapi.
Olkoon siis A(7,k) > 0, j,k = 1,...,¢, tappio, kun oikea luokka on J = j
mutta luokitin g antaa g(X) = k.
Esimerkki 3.12. Turvaportti, jossa ¢ = 3 ja
j =1: ei metallia
J = 2 :iso metalliesine

J = 3 : paljon pienid metalliesineita
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Jos toimitaan niin, ettd luokitukset g(z) = 1 ja g(x) = 2 eivét johda erlili-
seen manuaaliseen ruumiintarkastukseen, tappio A voitaisiin nyt méaéritella

esimerkiksi seuraavasti:

k
1 2 3
1 0 100 0
J 211000 0 1000
31 0 100 0O

Luokittimen hyvyyttd voidaan nyt mitata keskim&ariiselld tappiolla eli ris-
kalld,
R(g) =EA(J,9(X)).

Masritelmd 3.13. Bayesin minimiriskiluokitin on kuvaus g5 : R? —

{1,...,¢},
gr(z) = argfnin Z A(j, k) P(jlz), = €R% (3.12)

Lause 3.14. Bayesin minimiriskiluokittimella on pienin riski.
Todistus. Harjoitustehtava. O

Bayesin luokitin g* on erikoistapaus luokittimesta g3, kun valitaan

0, j=~k (oikea luokitus)
1, j#k (virhe).

A k) =

Tamén osoittaminen on myos harjoitustehtéavé.
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3.3.2 Hylkdidminen

Joskus voi olla viisasta kieltdytyd luokittelemasta automaattisesti sellaista
piirevektoria x, joka ei selvésti kuulu mihink&én luokkaan ja késitelld téallai-
set hankalat tapaukset vaikkapa manuaalisesti. Esimerkiksi erittédin episel-
vésti kirjoitetun postinumeron luku voi onnistua ihmiseltd luotettavammin,
koska hin saattaa pystyd hyodyntédméadn kaikkea kirjekuoressa olevaa 0soi-

teinformaatiota.

Luokitin hylkdysmahdollisuudella on kuvaus g : R? — {0,1,...,c}, missi
0 on hylkdysluokka. Hylkéys johtaa tyypillisesti piirrevektorin erityiskésitte-

lyyn, josta seuraa kustannus. Sopiva tappion muoto talloin on esimerkiksi
0, j=k (oikea luokitus)
AJ,k)=1qt, k=0 (hylkéys)
1, muuten (virhe),

misséd j,k =1,...,c, j on oikea luokka ja k£ on luokittimen antama luokka.

Lauseen 3.14 ja kaavan (3.12) nojalla optimaalinen luokitin g; t&ll6in on

9; (z) = argmin ZA (J, k) P(jlz).

k07177j1

Lausetta 3.14 ja kaavaa (3.12) sovelletaan siis téssd ¢+ 1 luokan tilanteeseen,
jossa P(0|x) = 0 kaikilla z, jolloin ylla olevassa summassa j = 0 voidaan

jattaa pois.

Kun k£ =0,

> AU k) P(ilz) =) P(jle) =t,
j=1

ja kun k # 0,

> AU E)P(ilz) = ZPJIJJ ) =1— P(k|z).

J#k
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Siten
0, kun t < 'n%in (1= P(jlz)),

gle)=q
argmin (1 — P(j|z)), muuten
7j=1,...,c

eli
0, kun max P(jlz) <1 —t,
* jzlv"'vc

g;(z) = )

argmax P(j|z), muuten.
jzlv"'vc

Saanto on siis seuraava:

e Piirrrevektori hylatéaén, jos kaikki posterioritodennékoisyydet ovat alle

kynnysarvon 1 — ¢ (mikdén luokka ei ole kovin varma).

e Muuten tehdédén Bayesin luokittimen mukainen paatos.

Havaitaan, etta

e arvo t < 0 ei ole jarkeva, koska talloin 1 —¢ > 1 ja kaikki piirrevektorit

x hylatasn,

e arvo t > % ei myoskadn ole ole jarkeva, koska télldin

1 ce—et1 1
|—peq_totoczerl 1
& & C

-----

j
hylata.

Siten tulee olla 0 <t < (¢ —1)/c.

Olkoon nyt



Kuva 3.5: Luokittimen virhe-hylkayskayra. Sopiva ¢:n arvo voidaan 16ytaa

esimerkiksi kiinnittdmalld haluttu hylkdystodennékoisyys r(t).

Tésséd r(t) on todennédkoisyys, ettd luokitin g tekee hylkdyksen ja e(t) on
puolestaan todennékoisyys, ettéd g; ei hylkéda mutta tekee virheen. Tavoittee-
na on valita sellainen ¢, ettd r(t) ja e(f) ovat kummatkin pienid. Nyt siis ¢
ei endé ole tunnettu kustannus (so. jokin kiinted arvo) vaan kynnysparam-
teri, jota sifitdmélld saadaa halutut r(t) ja e(t). Kuvaus ¢ — (e(t),r(t))
maédrittelee ns. virhe-hylkdyskdayran (kuva 3.5). Se voidaan likimain méarata
kokeellisesti suorittamalla eri ¢:n arvoilla luokitteluja luokittimella g;. Kay-
tannossa voidaan sopiva t:n arvo 16ytééd kiinnittdméalla »(¢):1lle haluttu arvo

ja katsomalla milld ¢:n arvolla se saavutetaan.

3.4 Neymanin-Pearsonin luokitin

Tama luokitin sopii kahden luokan tapaukseen, kun prioritodennékoisyyksié

Py, P, ei tunneta ja halutaan kontrolloida luokkakohtaisia virhetodennékoi-

syyksid e1(g) ja e2(g).
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Olkoon u € [0, co[ ja médritelldiéin luokittelija g, : R? — {1,2} kaavalla

1(z)
(x)

S~

u (3.13)

SYAVAS

Sh

miké tarkoittaa, etté

1, kun fi(x) > u fo(x),

2, muuten.

gu(T) =

Huomautus. I(x) = fi(x)/fs(x) on jo luvussa 3.2 esiintynyt uskottavuusosa-
méaard. Jos Py ja P, tunnettaisiin, saataisiin valinnalla u = P,/ P; itse asiassa

Bayesin luokitin.

Merkitdan nyt
ej(u) = ej(gu) = P(gu(X) #jlJ =17), =12,
joka on todennékoisyys, ettéd g, tekee virheen, kun J = j. Kéyra
u (ea(u), 1 —er(u))

on luokittimen (3.13) toimintaominaiskiyrd (kuva 3.6). Se voidaan méarita

kokeellisesti ja valita sitten u, joka tuottaa halutut virheet e;(u) ja es(u).

Luokitin (3.13) tunnetaan Neymanin-Pearsonin luokittimena ja silld on seu-

raava optimaalisuusominaisuus.

Lause 3.15 (Neymanin-Pearsonin lemma). Olkoon g, Neymanin-Pearsonin

luokitin ja g jokin toinen luokitin. Silloin, jos es(g) < es(gy), niin ei(g) >
€1 (gu>
Todistus. Olkoon 1g joukon B C RY karakteristinen funktio,

1, kunzx € B,
lp(z) =
0, muulloin.

93



(ea(u), 1= er(u))

/ u kasvaa

1 —eq(u)

e2(u)
Kuva 3.6: Luokittimen toiminta-ominaiskéyra.
Merkitaéan

Aj={z eR| g(z) = j},
Aj(u) = {z € R? | gu(z) = j}.

) —eilg /fl dﬂf—/ﬁ

Silloin

a0

1 [ s dx!l/f()d]
/:U)daz / fi(2)d

_ / Lo () fl(;;ld:— / Ly (2) 1 () e

/ [, (2) — T (Hj)] fy(w)da
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Téssé toinen yhtalo seurasi siité, etté
Rd = Al(u) U AQ(U), Al(u) N AQ(U) = @

ja

1:/f1(x)dx: / fu(w)dz + / fi(@)da

1(w) Az (u)

seké vastaavasti Ay, Ay:lle.
Jos x € Ai(u), on kaavan (3.13) nojalla fi(z) > u fo(z). Siten

(14, (#) = Lay(@)] fr(z) < [1a, (@) = 1ay ()] wfo(z).

Samoin, jos ¥ € R\ A;(u) = Ay(u), on kaavan (3.13) nojalla fi(z) < u fo(z).
Siten
[1a, () = Layy (@)] fi(2) < [1a,(2) = Lay (2)] wfo(2).

Naiin ollen saadaan

1(0) = e1(9) < [ [1ay(0) = Layo )] wfala)de

:uuﬁ(x)dx— /) fZ(g;)dg;]

Ar(u

= ulea(g) — e2(gu)] -

Nyt oletuksen mukaan es(g) < es(g,) ja koska u > 0, on siis e1(g,) —e1(g) <0

eli

e1(g) > e1(gu)-

Jos erityisesti es(g,) = «, niin g, minimoi virheen e;(g) kaikkien sellaisten

luokittimien joukossa, joille es(g) < a.

Esimerkki 3.16. Tarkastellaan jélleen lentokentdn turvaporttia ja olkoon

nyt ¢ = 2,
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j =1: ei metallia

j =2: metallia

Olettakaamme ettd halutaan esimerkiksi e;(g) < 0.01, eli ettd metalliesinetté
kuljettava matkustaja havaitaaan todennékoisyydellda > 0.99. Nyt voidaan
valita u siten, ettd es(g,) = 0.01, jolloin g,:1la on pienin "véirien hélytysten”

todennékaisyys e1(g). I

Joskus u voidaan myo0s ratkaista yhtéalostéa

es(u) = / fa(2)dz = a.

Aq(u)

Kaytdnnosséd toimintaominaiskayra estimoidaan ja u méadratadn siité.

3.5 Teoriasta kiytdntoon

Todellisuudessa emme tunne suureita P;, f; tarkasti, vaan ne on estimoita-
va sopivasta aineistosta. Olkoot ﬁj ja fj nédiden suureiden estimaatit, j =
1,...,c. Télloin esimerkiksi likimAdrdinen Bayesin luokitin (vrt. (3.8)) saa-

daan kaavasta

g(z) = arg?lax P]f] (x).
j=1,..c

Toinen mahdollisuus on estimoida posterioritodennékoisyydet P(j|x) (vrt.

(3.6)) jollain regressiotekniikalla ja asettaa

g(z) = argmax P(j|z).
7j=1,...,c

Kolmas suosittu tapa konstruoida luokitin on esittaé luokka "prototyyppien”
avulla ja luokitella x luokkaan, jonka prototyyppid se on ldahinnd (jossain

mielessi).
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Yleisemmin voidaan estimoida jotkin erotinfunktiot t;, j = 1,...,c, ja asettaa

g(x) = argmax t;(z).
J=1,...,c

Suureiden P, f;, P(j|-) estimointiin, seké erotinfunktioiden ¢; ja prototyyp-
pien madrdamiseen kiytetdan opetusaineistoa eli opetusdataa, joka on joukko
jollain tavalla saatuja valmiiksi luokiteltuja piirrevektoreita eli opetusvekto-
retta

(Xl, Jl)) e (Xnv Jn)a

missé J; on X;:n luokka.

Esimerkki 3.17. Turvaportin tapauksessa voitaisiin opetusaineisto saada

periaatteessa kahdella eri tavalla.

(a) Tutkitaan manuaalisesti portin l&pi menneet n satunnaista ihmista pi-

tden kirjaa eri luokkien esiintymisista.

(b) Jérjestédén koetilanne, jossa eri luokkia edustavia ihmisid kavelytetdén

portin lapi.

Téssé esimerkissé vaihtoehto (a) edustaa sekoiteotantaa, jossa muodostetaan
satunnaisotos vektorin X jakaumasta ja jossa kuhunkin luokkaan j siten tu-
lee satunnainen mééré n; edustajia. Talloin voidaan ﬁj luontevasti estimoida
suhtella n;/n. Luokkatiehysfunktion estimaatti fj puolestaan voidaan kon-

struoida niiden Xj:den perusteella, joilla J; = j eli jotka tulevat luokasta

g

Esimerkin vaihtoehto (b) edustaa erillistd otantaa. Siiné voidaan etukéteen

padttad luokasta j kerdttavien esimerkkien mééra n;. Prioritodennékoisyydet
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P; oletetaan silloin tunnetuiksi tai kilytetaédn luokitinta, joka ei tarvitse niita.

Luokkatiheysfunktiot estimoidaan kuten sekoiteotannassa (vaihtoehto (a)).

Turvaporttiesimerkissi (a) selvéstikin toimii huonosti, erityisesti jos pyritdén
erottamaan kolme luokkaa. Selvéstikin luokka j = 2 (suuri metallisesine)
esiintyy harvoin ja siksi siithen liittyvét suureet olisi vaikea estimoida talla
menetelméalld. Helpompaa on kéyttéa erillistd otantaa, jota voidaan vield te-
hostaa korvaamalla koehenkil6t ja metalliesineet niiden aiheuttamien séhko-
magneettisten heijastusten tietokonesimuloinneilla. Luonteva luokitintyyppi
olisi Neymanin-Pearsonin ldhestymistapa, jossa tarkeimmén luokan (j = 2)

kohdalla tehtaville virheelle voidaan asettaa ylédraja.

Luokkatiheysfunktion f; estimoinnissa joudutaan usein estimoimaan esimer-

kiksi luokan j odotusarvo p; ja kovarianssimatriisi ;. Tavallisesti t&ll6in

otetaan
"
X IR
Hj = — Xjiy
n;
=1
1 &
S« N ~ T
8= —=> (X5 — ;) (X5i = f1y)",
n; —1 —
missd Xy, ..., Xjn, ovat luokasta j perdisin olevat opetusaineiston piirrevek-
torit.

Téssé siis Xj;:t ovat satunnaisvektoreita, vaikka opetusvektorit todellisuu-
dessa ovatkin tietysti kiinteitd numeerisia vektoreita, z;; = Xj;(w). Teorian
kehittelyn kannalta on kuitenkin tarpeen pitdé opetusvektoreita satunnais-

suureina.

Jatkossa pyrimme kehittelemdén luokittelijoita, jotka minimoivat nimeno-
maan virhetodennikdisyyden eli luokitteluvirheen kiinnittdméatta huomiota
eri virhetyyppien kustannuksiin tai hylkdysmahdollisuuteen. Tamaé yksinker-
taistaa késittelyd jonkin verran mutta on kuitenkin syyta korostaa, etté eri

suuruisten kustannusten ja hylkdysmahdollisuuden kaytto voivat monessa
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kidytannon tilanteessa olla tarkeitd nakokohtia hahmontunnistusjérjestelméan

suunnittelussa.
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Luku 4

Parametrisia luokittimia

4.1 Kahden luokan tapaus

4.1.1 Normaalijakauman kaytto

Olkoon X = [XW ... X@]T g-ulotteinen piirrevektori. Luokan j ehdollinen

odotusarvo on

p; = E(X]J = j)
ja ehdollinen kovarianssimatriisi vastaavasti
% =E [(X — ) (X — )" =],

J = 1,2. Suureet p; ja X; selvéisti kuvaavat piirrevektorin X jakaumaa luokan

J sisdlld. Ne voidaan laskea luokkatiheysfunktion f; avulla,

d i 7
= ], = [0 (e
Rd
j j k l
S = ol o= [0 =60 - i) @

R4
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ja integraalit tulevat vastaavasti yksi- ja kaksiulotteisiksi, kun "ylimé&raiset”

muttujat integroidaan pois.

Oletetaan nyt, etté
(X|J = j) ~ N(uy, %),

j =1,2, eli ettéd luokkien jakaumat ovat multinormaalit. Siis,

1
o) = G,

e—%(m—uj)Tzfl(w—uj)’ r e R

Olkoot luokkien prioritodennikoisyydet P; ja P,. Bayesin luokitin (vrt. luku

3.2) saadaan nyt paatossaannosti
S (x)] ! (Pl)
s(x) = —1lo S log | —
( ) & [f2($) ? & Py

(27r)d/2(det(22))1/2
(2m) 72 (det (£1)) 172

eli

—log e%(m—MTEEl(w—m)—%(w—m)TEl_l(m_m] % log (i)

2 P2

miké voidaan kirjoittaa muodossa

1
) S0, (41)
2
missé t on erotinfunktio,
1 _ 1 _
t(x) =3 (¢ — )" 20 (@ — ) - 3 (= p2)" 35 (& — p2)
L (det(S)Y (P (4.2)
—=1lo —log|—=).
2 %%\ det(T)) S\ B
Pidtospintana on {x € R? | ¢(x) = 0}, joka on R%n toisen asteen pinta

(kuva 4.1). Ehto (4.1) méérittelee kvadraattisen luokittimen.

Erikoistapauksessa Yy = Yy = ¥ saadaan lineaarinen luokitin, jolle erotin-

funktiona on

_ 1 _ _ P
) = (2 — )5 4 L TSy ) — o (5) (3

Sen péitospinta {x € R? | t(z) = 0} on R%n (hyper)taso.
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!~ paatospinta

Kuva 4.1: Kvadraattisen luokittimen luokkatiheysfunktiot tasa-arvopintoina

esitettynéd seké luokittimen pa#tospinta.
Esimerkki 4.1 (Korrelaatioluokitin).

Tarkastellaan ajasta t riippuvaa signaalia u(t), josta tehdyssid havainnossa

X (t) on satunnainen mittausvirhe (),

X(t) = ut) + (1)

Signaali p(t) voi olla esimerkiksi séhkoéjénnite ja virhe e(¢) mittauslaitteen

aiheuttama héirio ("kohinaa”).

Tehd&én mittaukset hetkind ¢; < to < --- < t4 ja merkitdin

jolloin



Kuva 4.2: Kaksi kohinaista signaalia.

Oletetaan nyt, ettd mittaus voi tulla kahdesta eri luokasta, eli
X=puy+e (4.4)
missd J =1tai J =2 ja
=Yl =12

(vrt. kuva 4.2). Oletetaan vield, ettd e ~ N(0, X.), jollain ¥, (mahdollisesti

korreloiva, normaalijakautunut mittausvirhe).

Silloin kaavan (4.4) nojalla luokan j jakauma on
(X[J =) ~ N(py, Xc).

Suorittamalla tarvittaessa valkaisu voidaan olettaa, ettd ¥. = [I;. Talloin

lineaarinen luokitin (vertaa (4.3)) on muotoa

1 P !
(B2 = )" + 5 (p1 = piz o) — log (é) = (4.5)

eli
1

T T
MQx_Mlx§aa
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misséa

P
o= 5 () = lml?) +log (7).
2

N | —

Tassa .
TEEDIE
i=1

on mitatun signaalin "korrelaatio” luokan j virheettémén signaalin 1; kanssa.
Luokitin on siis optimaalinen Bayesin luokitin, jos oletukset ovat voimassa

ja p;it sekd Pj:t tunnetaan. I

Esimerkki 4.2 (Etdisyysluokitin).

Olkoon
(X|J =j) ~ N(u;, %),

j = 1,2. Suoritetaan valkaisu, jolloin voidaan olettaa, ettd ¥ = I;. Nyt siis

Bayesin luokitin on (4.5). Yhtapitava sddnto saadaan kertomalla 2:1la,

P, 1
2(pa — )"+ (p] 1 — pig o) — 2log (é) 0

eli, lisaamalld ja vihentimalld o7z,

1 P
v =2t prp = (@7 = A+ g ) S 2log (F;)

miké voidaan kirjoittaa muotoon

(@ — )" (@ — ) = (2 — po) " (2 — o) % 2log (%)

eli lopulta
2 2 L Py
lz = pull” = llz = p2]|” s 2log { &) - (4.6)
2 2

Téssé || — pj]| on x:n etdisyys luokan j "keskuksesta” (odotusarvosta) ;.
Néin johdettu etdisyysluokitin on selvisti ekvivalentti korrelaatioluokittimen

kanssa. ”
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Palataan sitten kvadraattiseen luokittimeen (4.1),

1

5 (@ —p)"E57 @ — ) -

5 (z — p2)" 55 (& — p2)

det(Eg) P1 1
| —1 — ] 0.
o8 (det(Zl)) o (Pz) 1

Hxﬂzj_l = /2T e, j=12.

Harjoituksen 3 tehtévéissi 2 osoitetaan, etté ||- ||-1 on R%n normi. Kvadraat-
J

1
2
1
2
Merkitaan

tinen luokitin voidaan nyt kirjoittaa muotoon

2 2 1 det(EQ) P1
o= mlls = o=l S1ow (s ) +210s (1) (@)

Nahdéan, ettéd kyseesséd on "etéisyysluokitin”, kun "etéisyyttd” mitataan nor-

meilla ||- [|s-1, j = 1, 2. Téllaista normia kutsutaan myos jakaumaan N(p;, X;)
J

liityviksi Mahalanobiksen etdisyydeks:.

Olkoon sitten P; = P,. Silloin tavallisen etéisyysluokittimen (4.6) paatospin-

ta on
{z e R | |lz — ml = ||z — poll}

ja x luokitellaan siihen luokkaan, jonka keskiarvo p; on sitd ldhempéna. Luo-
kitinta on havainnollistettu kuvassa 4.3. On kuitenkin huomattava, etta vaik-
ka Y = Yo = X, tdmén sddnnon kiytto e:r ole optimaalista, jos X ei ole

muotoa o214 jollain o > 0, koska optimaalinen péitospinta on (ks. (4.7))

{z eR | lz — jullgr = o — p2llga }-

Tilannetta valaisee kuva 4.4.

4.1.2 Yleinen lineaarinen luokitin

Lineaariseen luokittimeen paadyttiin edelld olettamalla multinormaalisuus ja

Y1 = Yy. Vaikka ndmé oletukset eivit toteudu, voidaan kuitenkin tietenkin

65



2)

|lx — ]| = vakio

Bayesin paatospinta
o el =l

~

|z — pe|| = vakio

2

Kuva 4.3: Etéisyysluokitin kun P, = P,. Se on optimaalinen kun luokkati-

heysfunktiot ovat muotoa N(u;, o%1,)

postuloida lineaarinen luokitin
1
tx)=a'z+a <0, (4.8)
2

missa a = [a(l), . ,a(d)]T ja a € R yritetdédn sitten valita optimaalisesti.
Motivaationa télle lahestymistavalle voi olla lineaarisen erotinfunktion ¢ yk-
sinkertaisuus, joka saattaa mahdollistaa tehokkaan luokittimen parametrien
estimoinnin seké kevyen laskennan paljon luokittelua vaativissa sovelluksissa.
Idean toimivuudesta ei tietenkédén kuitenkaan ole mitédin takeita, jos luokat

eiviit separoidu hyvin hypertasolla (kuva 4.5).

Madéritellddan erotinfunktion (4.8) ehdollinen odotusarvo ja varianssi,

nj =E(U(X)J = j)
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HiL‘ — /.LQHE—l = vakio

[ = pall = [lz = o

Bayesin paatospinta

[ = mlls-r = llz = pof 5

2

Kuva 4.4: Mahalanobiksen etédisyyteen perustuva etéisyysluokitin kun P, =
P, ja luokkatiheysfunktiot ovat muotoa N(z;, ), jolloin se on optimaalinen

Bayesin luokitin.
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Kuva 4.5: Tilanne, jossa lineaarinen luokitin ei voi toimia optimaalisesti.

Siis,

n =E ("X + alJ = j)
=a"E(X|J =j)+a
=a'p+a

ja
o} =E [(a"X +a—a’p; —a)’|] = j]
—E |(a"(X = )" |/ = j]
=E [a" (X — ) " (X — )| ] = j]
=E [a" (X — 1;)(X — )" a|lJ = j]

= d"E[(X — u))(X — )1 = ja

= aTEj a.

Y4 siis p; ja X; ovat X:n ehdollinen odotusarvo ja kovarianssi, jotka on

médritelty jo aikaisemmin.
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Luokka 2

Luokka 1

x—alz

1
Kuva 4.6: Lineaarisen luokittimen a”z < —a optimointi. Kuvassa on oletettu,

2
ettd P, = Py jaettd ||a|| = ||a|| = 1. Jalkimma&inen ehto saadaan aina voimaan
skaalaamalla erotinfunktio sopivasti. Kuvan tilanteessa a on selvésti parempi

kuin a.

Nyt parametrien a ja a optimointi voidaan yrittdd perustaa tunnuslukuihin
N1, 12, 0% ja o5 Esimerkiksi voidaan yrittii asettaa tavoitteeksi suuri |n; —ns|

ja pienet 0% ja o2. Titd on havainnollisetettu kuvassa 4.6.

Maksimoidaan esimerkkingd Fisherin kriteert

(m —n2)?

F(n17n2701702) = O'2+O'2
1 2

parametrien a ja o suhteen. Téssi siis 7; = o p;+a ja o? = a’¥ja,j = 1,2,
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joten tulee maksimoida

M(a,a) = F(m(a,a),...,02(a,a))

_ (aTpy +a—alpy — )
al>1a+at>sa

(aT (111 — p12))’

GT(El -+ 22)0,

_a’ (1 = p12) (1 — p2)" | @
alCa ’

missd a # 0 ja C' = X1 4+ 5. Oletamme, ettd 3 ja Xy ovat positiivisesti defi-
niitteji, jolloin C' on positiivisesti definiitti ja a” Ca > 0. Liséksi oletetamme,

ettd puy # po.

M(a, ) ei riipu lainkaan a:sta ja voimme siis maksimoida funktion a —
M(a,a) = M(a), kun a € R\ {0}. Jos X # 0, on

(Aa)” [(Ml — p2)(p1 — NQ)T] (Aa)

M(Aa) = (\a)TC(ha)

= M(a),

joten M saa vakioarvon origon kautta kulkevilla suorilla. Siksi optimoinnissa

voitaisiin rajoittua vaikka kompaktiin joukkoon
S={aecR|a"Ca=1},

joka on origokeskinen ellipsoidi (kuva 4.7). Globaali maksimi on siten var-
masti olemassa, koska jatkuva funktio M kompaktissa joukossa C' saavuttaa

siella suurimman arvonsa.

Ehto maksimoivalle a:lle on

eli

VaF(m(a, a),...,o9(a, a)) =0
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Kuva 4.7: Fisherin kriteerin optimointi.

mikd ketjusddnnon nojalla voidaan kirjoittaa muotoon
oF
om

Tassa

oF oF
Vana(a,a)+—=—V,01(a, )+ =—V,02(a,a) = 0. (4.9)

oF

ona
oF 8F(771(a, a),...,o9(a, a))
o om

ja samoin muille osittaisderivaatoille. Edelleen,

8_F _ 0 (m —m2)*  2(m — 1) _ QCLT(M — H2)

om0 oi4oi  oit+or aTCa
OF __ dn-m)_ e
oy o? + o3 alCa

OF 0 (m—m)?  (m—m)*(—1)- 20,

- _ [ n = )PV

G0 o1 oftos (oF +03)? (a”Ca)? ’
8_F — .= (771 - 772)2(—1) - 209 _ _Q[GT(/M _ Mz)]2\/m
00 (02 + 03)? (aTCa)? )

Vanj(a,a) = Vi(a 1y + a) = pj,

ja

1
=—.——V, ("% a
1 1 22 Zja
—_ e — . = ——
2 Ja"%a ! va'ysja



Sijoittamalla ndmé lausekkeet kaavaan (4.9) saadaan erdiden vaiheiden jal-
keen yhtalo

a’ (i — H2)2

Y
1 aTCa

a’ (i — pi2)
aTCa

2:| a = Uy — Ha. (410)

Edelleen, (4.10):n nojalla

1 1 2a" (1 — po)
(521 + 522) (_ alCa =

Koska a:n ollessa maksimoija on myos Aa sitéd, kun A # 0, todetaan valitse-

malla
20" (i1 — po)

A p—
alCa

ettd 16ytyy myos maksimoija a, jolle

1 1
(521—%522) a = o — [1. (4.11)

Huomaa, ettd A # 0, koska muuten M (a) = 0 eiké a voisi olla maksimoija.

Nyt siis (4.11):n nojalla

1 1.\"

Naiin saatava lineaarinen luokitin on Fisherin lineaarinen luokitin. Parametri

« on maarattava kokeellisesti.

Huomautus. Koska matriisi (%21 + %22)_1 on positiivisesti definiitti, on kaa-

van (4.12) nojalla (2 — p1)7a > 0, mikd on sopusoinnussa sen kanssa, etti
1

siantd a’r 4+ a < 0 luokittelee luokan 2 positiivisen a:n puolelle (kuva 4.8).
2

1
Periaatteessa —a olisi tietysti myds optimi mutta sifinnén o’z + o < 0 mu-
2

kainen oikea valinta on juuri a = (331 4+ $5) (2 — ).

Jos itse asiassa (X|J = j) ~ N(y;,%;), j = 1,2, voidaan osoittaa, ettd

(t(X)]J = j) ~ N(nj,07),
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\
M1 N

Kuva 4.8: Fisherin luokittimen toiminta.

missé 7; ja aj2» méadriteltiin edelld. Silloin voidaan yrittda minimoida itse luo-

kitteluvirhetta
o] 0
e(m, n2, 01,02) = Pl/ft<x>(u|=f = L)du+ P, / fexy(ulJ = 2)du,
0 —00

missé siis fyx)(:|J/ = j) on ¢(X)mn ehdollinen tiheysfunktio ja ¢t méériteltiin

kaavassa (4.8). Osoittautuu, ettéd talléin optimaalisuusehto on muotoa
(w1 4+ (1 —w)Es)a = p — pua,

missd w €0, 1[. Nyt paras w ja o on kiyténnossd madrattava kokeellisesti.
Sen jalkeen paras a saadaan tdmén yhtélon ratkaisuna kun w:lle on 16ydetty

optimaalinen arvo.

4.2 Monen luokan tapaus

Olkoon luokkien lukumééra ¢ > 2. Oletetaan lisdksi , ettéa

(X[J =) ~ N(p;, %),
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Rd

toisen
asteen
pintoja

Kuva 4.9: Kvadraattisen luokittimen pa#tospinnat ovat paloittain kvadraat-

tisia.

Aikaisemman mukaan Bayesin luokitin ¢g* : R? — {1,..., ¢} voidaan méiri-

tella kaavalla

9" () = argmax P fi(),
7=1,..., c

missé P; on luokan j prioritodennékdisyys ja f; sen luokkatiheysfunktio.

Edelleen, kuten on néhty, yhtd hyvin voidaan maksimoida

log[P; f;(x)]

= log P; + log

1 o~ 3@ (@—py)
(2m)4/2/det (%)

1 _
= log P; — log(2m)"/* — log y/det(%;) — (x — 1) 257 (z = py).

/2

Pudottamalla pois — log(27)%*, joka ei riipu j:std ndhdéén, etté

g*(z) = argmax t;(x),
7j=1,...,c

missé erotinfunktio ¢; on
1 T 1
ti(w) = =5 (@ = 1) 55 (x = ) = 5 log (det(3)) + log P;.
Saatu luokitin on paloittain kvadraattinen luokitin. Sen padtosalueita
A ={z eR| ¢"(z) = j}
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hypertasoja

/\>

Kuva 4.10: Lineaarisen luokittimen paatospinnat ovat paloittain lineaarisia,

eli ne koostuvat hypertasojen osista.
rajaavat paatospinnat ovat paloittain kvadraattisia (kuva 4.9).

Jos erityisesti 3X; = ¥ kaikilla j = 1,..., ¢, voi erotinfunktiosta ¢; jattaa pois

termin —1 log (det(X;)) = —1 log (det(X)) seké kvadraattisen termin

1 1
—— 'y e = ——2TY g, 17=1,...,¢c
2 J 2

ilman, ettd g* muuttuu. Silloin saadaan erotinfunktioksi
1 pe1 L |
tij(w) = o By + o B — o B+ log By

1
= M?Zflx —3 ,uJTZ*luj + log P;.

Saatu luokitin on paloittain lineaarinen luokitin. Sen pa#atospinnat ovat pa-

loittain lineaarisia (kuva 4.10).

Huomautus. Kaytannossa kaikki tdmén luvun normaalisuuteen perustuvat
luokittimet vaativat suureiden P;, p; ja 3; estimointia. Té&td on késitelty
lyhyesti luvussa 3.5. Todelliset sovellettavat lineaariset ja kvadraattiset luo-
kittelijat saadaan korvaamalla edelld esitetyisséd kaavoissa ndmé suureet es-
timaateillaan ﬁj, ft; ja f]j. Samat luokittimimet voitaisiin johtaa myos ns.

parametrisen tiheysfunktion estimoinnin kautta (ks. luku 6.1).
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Luku 5

Regression kiyttoon perustuvia

parametrisia luokittimia

5.1 Regression teoriaa — kahden luokan ta-

paus

Tarkastellaan erotinfunktiota ¢(-;6) : R? — R, missd # € RP on paramet-

ri(vektori).

Esimerkki 5.1.

(a) t(x;0) = a"z + a, missd 0 = [a”, )T = [V, ..., aD a]T. Tami ero-

tinfunktiotyyppi maéérittelee yleisen lineaarisen luokittimen.

(b) t(x;0) = 2T Az +a" x4+, missi 0 = [ay, as, . . ., agq,aV, ..., a D, a]T,
A = [ay) jaa=[aW,... a7 Erotinfunktio mirittelee nyt yleisen
kvadraattista tyyppiéd olevan luokittimen,

Idea on nyt toimia seuraavasti:
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1. Valitaan sellainen #, ettd mahdollisimman tarkkaan pétee

t(z;0) < 0, kun z on luokasta 1,

t(z;0) > 0, kun x on luokasta 2.

2. Otetaan sitten luokittimeksi

{(z,60) < 0. (5.1)

Erds (heuristinen) tapa parametrin 6 valitsemiseksi on yrittad méérata se

siten, etta

t(z;0) ~ —1, kun x on luokasta 1

t(z;0) ~ 1, kun z on luokasta 2.

Tamaé voidaan tehda regression avulla.
Maéaritellaan ensin « : {1,2} — {—1,1},

. -1, 7 =1, (luokka 1)
) =
+1, j = 2. (luokka 2)

Nyt voidaan yrittd4 minimoida #:n suhteen "keskim&érdinen neliollinen virhe”

R(O) =E [(1(X;0) - 1()°]. (5.2)

Naytamme seuraavaksi, ettd téaté heuristista ideaa voi itse asiassa perustella

Bayesin luokittimen avulla. Perustelussa tarvitsemme seuraavaa tulosta: jos
G(X,J) on X ja J:n funktio, niin odotusarvo E[G(X, J)] voidaan laskea

kahdessa vaiheessa, iteroidusti,
E[G(X, )] = Ex [E[G(X, ))|X]]. (5.3)

missi Ex on odotusarvo X'm suhteen ja E[G(X, J)|X] on odotusarvo ehdolla

X, eli X:n ollessa kiinnitetty ja J:n varioidessa.
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Tamaé tulos on helppo osoittaa kun X ja J ovat kummatkin diskreetteja tai

kummatkin ovat jatkuvia (esimerkiksi jatkuva tapaus mainitaan kirjan Tuo-

minen: Todenn#koisyyslaskenta I, huomautuksessa 5.3.12). Se pétee kuiten-

kin myos nyt, kun X on jatkuva ja J diskreetti — perustelua ei kuitenkaan

esitetd tassa.

Saadaan
R(G):E:(
:E_(
:E-(

HX;0) = 7(7)’]
H0X;0) — B(y()|X) + E(()IX) = 1(]))’]
HX:0) — E(/()|X))°] + E [ (BG()IX) = 1()’]

+2E{ [1(X:6) — E(/(J)|X)] - [E(/(J)|X) — ()] }.

Téssé viimeinen termi havida,

E{ [t(X;6) — E(y()|X)] - [E((J)X) —2(J)] }
= Ex{E{ [t(X;0) - E(/()|X)] - E((])X) = ()] [ X } }

=Ex{[t
=Ex{[t

(X;0)
(X;0)

| X
| X

JE[E(y()IX) = ()X] }
] [EG())IX) = E[y ()| X]}

—E(y(J)[X)
—E(y(J)]X)

=Ex{t(X;0) —E(y(J)|X)} -0

=0,

missé ensimmainen yhtdsuuruus seuraa kaavasta (5.3). Keskimméinen termi

puolestaan ei riipu 6:sta, joten R(#) minimoituu, kun

E[(H(X;0) — E(v(J)|X))’]

minimoituu eli kun

[ [ts6) ~ BGUIX = 0))*f(a)da (5.4)

R4
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minimoituu, missé f on X:n tiheysfunktio. Téassa

E(y(J)|X = z) =1(1) P(1]2) +7(2) P(2)
= —P(1]z) + P(2]x).

Nain ollen # tulee valittua siten, etté
t(z;0) =~ P(2|x) — P(1]x) (5.5)
ja luokitin (5.1) on likimain
1
PQ2lz) — P(1]z) s 0
2

eli toisin sanoen
1
P(1llz) =2 P(2|r)
2

miké on optimaalinen Bayesin luokitin. Siten R(6):n minimointi on kuin on-

kin melko hyvin perusteltu ajatus.

Huonona puolena edellé esitetyssd ldhestymistavassa on se, ettd (5.4):n no-
jalla approksimaation (5.5) tarkkuus tulee olla hyvé erityisesti silloin, kun
f(x) on suuri, tyypillisesti luokkien jakaumien keskelld. Kuitenkin Bayes-
padtossddnnon approksimaation pitdisi olla hyva erityisesti pddtdospintojen

lahelld, ja siella f(z) taas usein on pieni (kuva 5.1).

5.2 Lineaarinen luokitin

Olkoon nyt t(z;0) = a’z + o, § = [a”, a]’. Haetaan 6, joka minimoi suureen

R(0) (kaava (5.2)) eli minimoidaan (5.4) é:n suhteen. Lauseke (5.4) voidaan
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0.4

0.351

0.3

0.251
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\péétéspintaf

approximaatio hyvé taalla

Kuva 5.1: Keskimééariisen neliollisen virheen minimointiin perustuva luoki-
tin approksimoi luokkien posterioritodennédkoisyyksid parhaiten sielld, mis-
sé luokkien tiheysfunktiot ovat suurimmillaan eiké valttaméatta optimaalisen

padtospinnan lahelld, mika olisi toivottavampaa.
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kirjoittaa muodossa

/ (t(2:0) + P(1]z) — P(2|2))’ f(x)de

— /t(x; 9)2f(x)dx+2/t(x; 0)(P(1]z) — P(2|z)) f(z)dx
+ [ (Palo) - PO S(@)a

Téassd viimeinen termi ei riipu f:sta ja voidaan siis unohtaa. FEdelleen,

/t(x;0)2 f(z)dx = /t(x;@)Q[Pl fi(z) + Py fo(x)]de

R4 R4

= Pl/t(x; 9)2f1(x)dx+P2/t(x; 0)* fo(z)dx
= P E[t(X;0)*|J = 1] + RE[t(X;0)*|] = 2]
= Pi(a} +11;) + Pa(o +13),

missé 7; ja 0]2- ovat t(X;0)m ehdollinen odotusarvo ja varianssi luokassa j

(ks. luku 4.1.2). Téssd hyodynnettiin mielivaltaiselle satunnaismuuttujalle
Y tunnetusti pitevid tulosta E(Y?) = D*(Y) + E(Y)? ja sitéi, ettd tdmi

hajotelma on voimassa my6s ehdolliselle odotusarvolle ja varianssille.

Toiseksi,
/t(x; 0)(P(1|z) — P(2|x)) f(z)dx

— [ tast)(Pifie) - P o) d

Rd

=P /t(x; 0)fi(z)dx — Pg/t(l';e)fg(l')dl'

=P E(t(X;0)]J =1) - RE(t(X;0)|] =2)
= Py — Pamp.
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2

Ottaen huomioon, ettd n; = a’p; + a ja o; = a’¥; a, on siis minimoitava

muuttujien a ja « suhteen funktio

M(0) = M(a,«)
= Pl(a Yia+ (apy + @) 2) —|—P2(aTEga—|— (aTu2+a)2)
+2[Pi(a" 1 + a) — Pa(a’ ps + @)].

Pienten laskujen jilkeen saadaan, etté
M) = (0 —6)"B( —0) — 6" B,

missd B on positiivisesti definiitti,
S

B=|"> "

pto1

S=E(XX"), p=EX)=Pyu+ P,

c R(d+1) x (d+1)

Py — Popig
PP

6=-B""c € R

Koska siis B on positiivisesti definiitti, on M:1l4 on yksikésitteinen globaali
minimi kohdassa § = § = —B7'c = [a’,a]”, eli kun @ = @ ja a = @&

Regressiosta saatava luokitin on siis

1
A’z +aso. (5.6)
2

Voidaan osoittaa, ettd jos P, = P; ja
(X[J =3j) ~N(p;, 2),  (=12),

on saatu luokitin itse asiassa Bayesin luokitin.
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Yleisesti voidaan my6s osoittaa, ettd jos g on luokitin (5.6), pétee sen virhe-

todennékoisyydelle -
_ R(0)
< —
W< TTRG
(ks. P. A. Devijver and J. Kittler. Pattern Recognition: A Statistical Ap-

proach, Prentice-Hall, Inc., 1982, s.160).

Lineaarinen luokitin kdytinndssd

Todellisuudessa meilld on kaytossd vain luokitellut opetusvektorit (X7, Jp),

.oy (X0, Jn) ja R(0) on korvattava estimaatilla

R(O) =5 > (X 0) = () 6.7

T

joka minimoidaan sitten parametrin § = [a”, a]” suhteen.

Merkitaan
X1T 1 ’Y(Jl)
D, = cR™>EHD = | e{-1,1}"
X5 Y(Jn)
Talloin
Qo
ja

~ 1
R(0) = — [ D6 = T|*.
n
Siten R(6):n minimoi yhtdloryhmén D, 6 = T yleistetty ratkaisu,
0=DIT.

Huomautus. (5.7) on sopiva R(f)m estimaatti nimenomaan sekoiteotannan

tilanteessa. Erillisessd otannassa pitaéd kiyttda estimaattia

nj

o)=Y p ni S (4K 0) — 1))

i=1
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kun luokasta j on kiytossd opetusvektorit Xji,... X, (7 =1,2).

5.3 Monen luokan tapaus

Jos luokkia on ¢ > 2 kappaletta, voidaan kullekin luokalle mé&ratd oma

erotinfunktio ¢;( - ;0) ja @ siten, ettd

1, kun z on luokasta j,
ti(z;0) = (5.8)
0, kun z ei ole luokasta j.
Luokitin g : RY — {1,..., c} midritelldin sitten kaavalla
g(z) = argmax t;(x,0). (5.9)
7j=1,...,c
Olkoon ¢(-;6) : R — R¢ kuvaus
t(x;0) = [tr(2;0), ... to(w; 9)]T, r € R
jae = [0,...,0, i, 0,...,0]7 R%n standardikannan j:s kantavektori, seki
v(j) =e;, 7=1,...,c. Ehtoon (5.8) voidaan pyrkid minimoimalla nyt
R(9) =E([t(X:0) = v()I*) (5.10)

parametrin 6 suhteen.

Analogisesti tapauksen ¢ = 2 kanssa voidaan osoittaa, ettd jos # minimoi
R(#):n, niin
t1(z;0) P(1|z)
t(x;0) = : ~ :
te(;0) P(clr)

Siten (5.9) on likimain Bayesin luokitin, kun 6 = 6.
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Kéaytannossé (5.10) korvataan opetusvektoreiden (X, J1),. .., (X, J,) avul-

la saatavalla estimaatilla
~ 1 <& )
R(O) =~ D It(X0) = ()] (5.11)
i=1
ja erillisen otannan tilanteessa tédtd hieman modifioidaan.

Lineaarisessa tapauksessa optimointi hoituu taas pseudoinversiolla. Olkoon

nimittain
tj(x;H):aij+(xj, j=1,...,¢,
A= [G,l, .. .,ac] € Rdxc,
a=lay,..., o)t €RE
f = A e R(dJrl)Xc,
ol
X1
Dn — c Rnx(d+l))
X1
y( )" e,
I'= : =| | eR™"
V()T e?;n
Silloin
N 1
R(0) = ~|Dn6 =T,
n
missé ||| on Frobeniuksen normi matriisille, ||B||> = 32 b};, kun B = [b;].
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}A‘Z(Q):n minimoi nyt (HT)

™
I
N )

jo3

5.4 Neuroverkko

Tosiasia on, ettd monissa sovelluksissa ei automaattisilla hahmontunnistume-
netelmilld kymmenien vuosien kehitystyostd huolimatta edelleenkéin péds-
ta ldhellekdén ihmisen suorituskykyid. Jo 1960-luvulta alkaen onkin pyritty
kehittdmédan hahmontunnistusmenetelmii, jotka jollain tasolla jaljittelevit
biologisten aistijérjestelmien toimintaa. itse asiassa koko modernin tietojen-
késittelyn teoriankin voi katsoa syntyneen 1940-luvulla téllaisten ideoiden

pohjalta.

Biologisen aistijarjestelmén perustana on hermoverkko, joukko toisiinsa kyt-
kettyja hermosoluja, neuroneja. Tésta darimméinen esimerkki ovat ihmisen
aivot, joissa on noin 10 neuronia, yksi neuroni tyypillisesti kytkettyni jopa
10%:44n toiseen neuroniin. Tamén massiivisen kytkentdjen miéiirin ajatellaan

olevan tirked syy aivojen huikeaan suorituskykyyn.

Neuronit kytkeytyvét toisiina synapsien avulla ja kullakin synapsilla on sii-
hen kytkevain neuroniin joko kiihdyttéavé tai estdva vaikutus. Neuroni laukoo
sahkoimpulsseja pitkin aksonia, kun sithen tulevat syotteet ylittavat tietyn
kynnysarvon. Keinotekoisessa hermoverkossa, neuroverkossa, yksittiista her-
mosolua voidaan mallintaa ns. formaalilla neuronilla, jonka idean esittivéit
Warren McCullogh ja Walter Pitts vuonna 1943 julkaistussa tutkimuksessaan
(kuva 5.2). Tatéa tutkimusta pidetddn myos teoreettisen tietojenkésittelytie-

teen lahtolaukauksena.

Formaalissa neuronissa olevilla suureilla on seuraavat tulkinnat:
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Kuva 5.2: McCulloghin ja Pittsin formaali neuroni.

r=[zM . . 2@ syote

a=[aW,. . . aD]" synapsien kytkentdvoimakkuudet, ns. painot
a neuronin kynnysarvo

y=r(ar+ ) neuronin ulostulo

r:R—R aktivaatiofunktio

Esimerkki 5.2. Erés yksinkertainen aktivaatiofunktio on

—1, kunu <0,
r(u) = sgn(u) =
+1, kunu >0

Talloin neuronin ulostulo on

T —1, kuna’z+a <0,
y=r(a'z+a)=
+1, kun a’z 4+ a > 0.
Téllainen formaali neuroni toimii siis itse asiassa lineaarisena luokittimena,

kun luokkia 1 ja 2 vastaavat ulostulon arvot -1 ja +1. I

Esimerkki 5.3. (Sigmoidi) Aktivaatiofunktiolta r usein vaaditaan, etté se

on kasvava ja ettd lim r(u) = 0, lim r(u) = 1. Erittdin suosittu aktivaa-
U—00

U——00

tiofunktio on logistinen funktio, eli sigmoidi (kuva 5.3),




0.9r

0.8

0.7r

0.6

0.5F

0.4

0.3f

0.2r

0.1f

Kuva 5.3: Sigmoidi.

Kytkemélla formaaleja neuroneja verkoiksi saadaan keinotekoinen hermo-
verkko eli neuroverkko. Suosituin malli on ns. kaksikerroksinen yksisuuntai-

nen verkko, jossa aktivaatiofunktiona on sigmoidi (kuva 5.4).

Tassa mallissa

A = [ay] a;r on syotteen z*) paino yksikkoon i

a=[ag,. .., " piilokerroksen yksikoiden kynnykset

B = [bji] b;x, on piilokerroksen yksikén & ulostulon
paino yksikkéon j ulostulokerroksessa

B=181,...,8])F ulostulokerroksen kynnykset

Kootaan nyt kaikki painot ja kynnykset parametrivektoriin 6. Silloin verkko

médrittelee kuvauksen R? — R¢,
z—t(x;0) =y.
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a b
(1) ai11 b
xr O —al2> —>»0O —bu> —> U1
20 @—N:l @—> Y2

Qdm bmc
@ 0o —d>@—>u—>@—> Ye

syotekerros piilokerros ulostulokerros
(d syotetti) F yksikkod) (d yksikkod)

Kuva 5.4: Kaksikerroksinen yksisuuntainen keinotekoinen hermoverkko.

Verkko voidaan saada toimimaan luokittimena minimoimalla 6:n suhteen
lauseke (5.10),

R(0) =E([|t(X;0) — v()]*)

tai kdlytdnnossd tdmén estimaatti (5.11),

_ % D H(X5:8) =2 ()

Téllaisen neuroverkon tekee erityisen kiinnostavaksi kaksi seikkaa:

1. Voidaan osoittaa, ettd funktioilla ¢( -;0) voidaan approksimoida hyvin

monenlaisia funktioita mielivaltaisella tarkkuudella.

2. 0:n optimointia varten loytyy kiteva algoritmi, jolla ﬁ(@):n osittaisde-
rivaatat #:n komponenttien suhteen ja siten gradientti Vgﬁ(@) voidaan

laskea.

Kuvatunlainen neuroverkko onkin varsin suosittu monissa hahmontunnistus-

sovelluksissa.
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Luku 6

Tiheysfunktion estimointiin
perustuvia parametrittomia

luokittimia

6.1 Tiheysfunktion estimoinnista

Tarkastellaan Bayesin luokitinta c¢:n luokan tilanteessa,

9" (r) = argmax P; fi(z),
7=1,..., c

(vrt. (3.8)). Kuten jo aikaisemmin todettiin, kdytédnnossd P; ja f; pitdd es-
timoida opetusaineiston (X7, J1), ..., (X,, J,) avulla. Erityisen haastavaa on

luokkatiheysfunktion f; estimointi.

Olkoon yleisesti f : R? — [0, 00[ jonkun satunnaisvektorin X tiheysfunk-
tio ja Xq,..., X, ~ f eli Xy,...,X, on satunnaisotos X:n jakaumasta.
Niin sanotussa parametrisessa tiheysfunktion estimoinnissa oletamme, etté

f=f(-;0), jollain @, missi f(-;0) on parametrivektorin ¢ avulla mééritelty
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tiheysfunktio. Sitten 6 estimoidaan otoksesta.

Esimerkki 6.1. Olkoon 6 = [u, 3] (sopivasti vektoriksi kirjoitettuna) ja
]_ 1 Ty —1
xr;0) = e 2@ @ g e RY
flw:) (2m)4/2/det 22

Nyt siis f = f(-;6) tarkoittaa, ettd oletamme X ~ N(u,Y). Voimme ottaa
(ks. luku 2.3),

R 1 a 1 R . A R
= ZXia 2= Z(XZ - :U’)(XZ - M)T’ 0 = [:U” E]?

jolloin toivon mukaan f(-;0) ~ f. I

Jos tétéd ideaa nyt sovelletaan Bayesin luokittimeen (vrt. luku 3.5), saadaan

ensin luokkatiheysfunktiolle f; estimaatti

fi= 130y, 0; = 5,55,

N R o 1 & ) .
i = d X %= — D (X = ) (X5 — i),
7 =1 J i=1
missd Xy, ..., Xj,, ovat opetusvektorit luokasta j. Ja jos sitten prioritoden-

nakoisyydet P; on estimoitu vaikka suureilla
P =
)
saa esimerkiksi estimoitu kvadraattinen luokitin tapauksessa ¢ = 2 muodon

1 s . 1 N .
5(3? - Ml)TZ1 1(95 — ) — 5(95 - M2)TZ2 1(3? — fl2)

(vertaa (4.1)).

Vastaavasti estimoidaan muut luvun 4 normaalijakaumaan perustuvat luo-
kittimet tai ylipddnsd parametrien p; ja 3; kiyttoon perustuvat luokittimet,

kuten esimerkiksi Fisherin luokitin.

Téassd luvussa kuitenkin tarkastelemme niin sanottuja parametrittomia ti-

heysfunktion estimointimenetelmié ja niihin perustuvia luokittimia.
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Kuva 6.1: Histogrammin méaérittelyssa kiytettyja reaaliakselin jakopisteita.

6.1.1 Histogrammi

Tavallisin ja tunnetuin tiheysfunktion parametriton estimaattori on histo-

grammi. Olkoon ensin d = 1 ja tarkastellaan reaaliakselin pisteistod u; € R,

k€Z, - <u, <ugg <--- (kuva 6.1). Usein kiytetddn itse asiassa tasa-
viilistd jakoa, wyy — uy = h, k € Z. Olkoon X, ..., X, ~ f satunnaisotos.
Merkitéaan

Ni = [{i]| X € lug, wea[}|, kel

Téssd merkintd |S| tarkoittaa (&érellisen) joukon S alkioiden lukumé&#rié.

Selvistikin vain dérellisen monella k on Ny # 0 ja lisidksi > N, = n. Nyt fmn
k

histogrammiestimaattori on

A Nk/n
fa@) = — Tl i(®), ¢€R,

Upp1 — U
kEZ kt1 k
missé 1jy, u,,,[ o0 VAN [ug, w1 | karakteristinen funktio. Siis
N Nk/n
fn(l‘) = >
Uk+1 — Uk

kun z € [ug, ug41[ (kuva 6.2).

Histogrammin ideaa voi perustella olettamalla, ettd |ug.; — ug| pieni ja n

suuri, jolloin pisteessid = € [uy, ux41[ saadaan

f (1’) _ Nk/n N IP)(X c [uk,uk+1[)
" Upy1 — U U1 — Uk
T rw
f(u)du
o @) o —w)
Ug41 — Uk Uk41 — Uk ’
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Kuva 6.2: Tiheysfunktion histogrammiestimaattori.

Uy

U2 Uk

Kuva 6.3: Erds avaruuden osiinjako moniulotteista histogrammia varten.

misséd ensimmaéinen approksimaatio seuraa todennékoisyyslaskennan suurten

lukujen laista. Siten todellakin f,(z) ~ f(x).

Kun d > 1, vilit [ug, up, 1| korvataan pistevierailla joukoilla Uy, C RY, esimer-

kiksi suorakulmaisilla sdrmicilld (kuva 6.3) ja asetetaan

Fulz) = Zk: n]%g ly,(z), z€R

missda m(Uy) on joukon Uy tilavuus (tai Lebesguen mitta).

Histogrammiestimaattorin kiytossa on kuitenkin erditd ongelmia:
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Tarvittavien laatikoiden méira kasvaa rajahdysmaéisesti d:n mukana.

Jopa tasavélisessid histogrammissa joudutaan valin pituuden h liséksi

valitsemaan myos hilan - - - < up < ugq < --- paikka.

Estimaattori fn on epéjatkuva.

Histogrammin erdét teoreettiset estimointiominaisuudet eivét ole kovin

hyvét.

6.1.2 Ydinestimaattori

Olkoon d = 1, f X:n tiheysfunktio ja Xi,..., X, ~ f satunnaisotos. Olkoon

edelleen

Flz)=P(X <x) = / f(u)du
X:n kertyméafunktio.

F:aa approksimoi ns. empiirinen kertyméfunktio,
~ 1 )
Bu@) =2 1| X; < a}l.

Valitaan nyt h > 0 ja approksimoidaan edelleen seuraavasti:

ﬂwzpmm%{ﬂ@+2‘ﬂwhfﬂﬂ—?@—m}

1 1~ ~
:%[Fn(erh)—F(x—h)
1
- Hilz— <
2nh|{z|x h < X; <x+h}|
1
— — Hil-h<X, —z<
2nh|{z| h<X;—x<h}

Téasséd f,, tunnetaan f:n naivina estimaattorina.
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—1 1
Kuva 6.4: Naiivin ydinestimaattorin méérittelyssa kiaytettava funktio K.
Olkoon sitten K = 1 1;_1 [ (kuva 6.4). Silloin
ful@) = = |{i | —h < X, — x < B}
2nh -

_ ! {'| 1<x_Xi<1}
Tonn (U T =Ty

h 2nhzl[_1’1[( h >
=1
1 o1 r— X,
==Y K ‘ R. 6.1

Kaava (6.1) motivoi seuraavan mééritelman.

Maéaritelmé 6.2. Olkoon K : R? — R integroituva, [ K(x)dr = 1, ja
Rd

h > 0. Silloin f:n ydinestimaattor: on

; 11 r—X;

(h) ==Y —K ‘), e R 6.2

pen = Y () (6:2)
Téassd K on estimaattorin ydin ja h on silotusparametri. Edelleen, m_TXZ tar-

koittaa vektoria h~!(z — X;). Merkit#in

Ky(z) = %K (%) . zeRY
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 K(2) K(x) , K(2)
h=1 h <1 h>1

Kuva 6.5: Ytimen K muodon riippuvuus silotusparametrista h.

Silloin
. 1 <&
Sl h) =~ 2; Ki(z — X;). (6.3)

Nyt pétee

1 x 1 d
/Kh(x)dx = /ﬁK (E> dr = mK(y)h dy
Rd

Rd Rd
= /K(y)dyz L
R4

missé toisessa yhtélossa tehtiin sijoitus y = x/h. Téstd seuraa edelleen hel-
posti (HT), etta

/f(x, h)dx = 1.
Rd
Usein ytimeksi K valitaan itse asiassa jokin tiheysfunktio, esimerkiksi

r € RY, (6.4)

jota kutsutaan téssa yhteydessd Gaussin ytimeksi.

Kuvassa 6.5 on esitetty miten silotusparamteri h vaikuttaa Kj:n muotoon:
pieni h vastaa kapeaa ja korkeaa ydintd kun taas surella h ydin on laakea ja
matala. Ydinestimaattorissa fn(, h) pisteisiin X; sijoitetaan skaalatut ytimet

%K n ja sitten ne summataan yhteen. Taté on havainnollistettu kuvassa 6.6.
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Kuva 6.6: Tiheysfunktion ydinestimaatti (paksu viiva) muodostettuna kol-
mella silotusparametrin arvolla. Liian pieni h (keskimméinen kuva) johtaa
rosoiseen estimaattiin ja liian suuri A (alin kuva) puolestaan liian siledén es-
timaattiin. Otospisteet on saatu jakaumasta N(0, 1). Ne ovat kaikissa kuvissa

samat ja merkitty pienillda ympyréilla vaaka-akselille.
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Kuva 6.7: Tiheysfunktion estimaatin riippuvuus kiytetyn ytimen muodosta.
Vasemmalla on ytimené jakauman N(0, I') tiheysfunktio ja oikealla jakauman
N(0, ) tiheysfunktio. Estimoitavan tiheysfunktion muotoa kuvaa yhtenéisel-
1& viivalla piirretty tasa-arvokdyrd, jonka ajatellaan madraytyvéan jakauman

kovarianssimatriisista 2.

Jos fm "muoto” (tasa-arvopinnat) poikkeaa voimakkaasti pallosymmetriasta,

voi esimerkiksi ytimen (6.4) sijaan olla parempi kiyttdd muunnettua ydinté

1 1 Ty
det(Z"VHK (D2 z) = e 2 g e RY
(2m)4/2\/det(X)

eli jakauman N(0,Y) tiheysfunktiota, missdé ¥ on X:m kovarianssimatriisi

(kuva 6.7).

Toinen mahdollisuus on kiyttééd valkaisua (luku 2.5):

(i) Olkoon Yy = UAUT, jolloin valkaisun toteuttaa matriisi A = A=Y/207.
Olkoon edelleen valkaistu satunnaismuuttuja ¥ = AX ja Y; = AX;
1=1...,n. Nyt Xy = I,.

(71) Muodostetaan Y:n tiheysfunktiolle fy ydinestimaattori
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Kuva 6.8: Valkaisemalla saatava tiheysfunktion ydinestimaattori.

fym(' ; h) jollain pallosymmetriselld ytimellda K kiyttden muunnettua
otosta Y1,...,Y,.

(73i) Muodostetaan X :n tiheysfunktiolle fy estimaattori
fxm(z;h) = |det Al fy (Az;h), zeR%
Voidaan osoittaa (HT), ettéd f xn on silloin ydinestimaattori muunnetulla yti-

melld K4(z) = | det A|K(Az) (kuva 6.8). Kaytannossi kovarianssimatriisin

Y. paikalla joudutaan kdyttdmé&an sen estimaattia.

Ytimen muotoa paljon tarkedmpi kysymys on itse asiassa silotusparametrin

h > 0 valinta. Palaamme my6hemmin siihen miten h voidaan kéytdnnossa
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valita luokitinta konstruoitaessa. Seuraavassa olemme kuitenkin kiinnostu-

neita ensisijaisesti siité, ettéa fn(, h) estimoi mahdollisimman hyvin f:44.

6.1.3 Ydinestimaattorin tarkentuvuus

Olkoon ensin € RY kiinted. Koska X7, ..., X,, ~ f ovat satunnaisvektoreita,

on

fn(x; h) = % ZKh(x - X3)
i=1

satunnaismuuttuja. Siis fn(, h) on itse asiassa satunnaisfunktio (tai stokas-

tinen prosessi).

Estimointivirhe pisteessd x on

~

fa(zsh) — f(2).

Tamakin on satunnaismuuttuja ja siksi onkin helpompaa tarkastella esimer-

kiksi keskimaaraista neliollista virhetta

E(fa(z;h) — f(2))°

joka on reaaliluku.

Virhe koko avaruudessa R? mésritellisin esimerkiksi integraalina
A 2
Bt - @)’
Rd
Voidaan osoittaa, etté
[l = s@)de = [ (fulwi ) - (@)’
R4 R

Tata kutsutaan keskimddrdiseksi integroiduksi nelidlliseksi virheeksi. Ana-

lysoidaan tétd virhettd seuraavassa yksinkertaisuuden vuoksi tapauksessa
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d = 1. Olkoon ||g|, funktion g : R — R niin sanottu L*-normi,

Lause 6.3. Olkoon f : R — [0, 00| kaksi kertaa jatkuvasti derivoituva tiheys-
funktio, jolle || flly, ||y, 1f"|ly < o0o. Olkoon ytimelle K voimassa K (z) =

oo

K(—x) kaikilla z € R (symmetria), | K||, < 00 ja 0% = [ 2*K(z)dz < .

Silloin )
& ]o (oo @) = Lot i iy (4 LY o)
e 4K 2 nh nh)’
missd e(h) — 0, kun h — 0+.
Todistus. Olkoon x € R kiinted ja merkitdan
Y = Kp(z — X)), i1=1,...,n.
Silloin Y3, ..., Y, ovat riippumattomia satunnaismuuttujia (koska X;:t ovat

sitd) ja
. 1 — ] —
falz:h) = - ;Kh(x - X;) = - ;Y

Olkoon edelleen

A

Silloin

E(fu(x;h) — f(2))* = EZ® = (EZ)? + D*(Z)

= (Bfu(ih) - f(ac))2 + D*(fu(@h),  (6.6)

missi Ef,(z:h) — f(z) ja ja D2 (fn(x, h)) ovat vastaavasti estimaattorin

fn(~; h) harha ja varianssi.
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Nyt

Tassa

missd toinen yhtédsuuruus seurasi siitd, ettd X; ~ f ja kolmannessa otet-
tiin uudeksi integoimismuuttujaksi x — y. Lauseke f x Kj; on f:n ja Kjmn

konvoluutio.

Siten

n

Bfy (i) = 3 (f + Ki)(a) =/ + Ki(e)

i=1

a (6.6):n harhan neli6 saadaan muotoon

(Efu(z; h) — f(2))° = (f * Kn(z) — f(2))". (6.7)

Varianssille puolestaan saadaan

(fn(:p h)) ( ZY) 3 ZDzYi’

koska Y7, ...,Y, ovat riippumattomia. Edelleen,

D*Y, = E(Y?) - (EY,)?
= E [Ku(z — X,)?] — [EE,(z — X,)]?

o0

:/(Kh(a:— ) f dy—(/Khx— )dy)

—0o0

= [ (En)*(x) = (f * Ka(2))",
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joten

D¥(fula ) = = |+ (Kn)*(@) = (£ + ()] (6.8)

S

Tiheysfunktion f toisen kertaluvun Taylorin kehitelmé pisteesséd = on

faty) = f@)+ F@y+ - 10)?

2
= @)+ P @y + 5 @+ 5 70~ @)

missé # on pisteiden z ja x + y vilissd. Merkitaan

S 71(6) ~ ()] = 6z ).

Siten kaavassa (6.7)

[ K() — f(x) = / f(& — ) Kn(y)dy — f(x)

o0

= [ [t =)~ f@)] Kato)dy
_ 7 [F(x+ he) — f(2)] K(2)d=
_ ]O l F(z)hz + % P/(@)(h2)? + 8(z, hz)(hz)Q} K(2)dz
= f'(z)h ]OzK(z)dz - % h () ]O P K (z)dz
+ h? ]Oa(x, hz)2* K (z)dz,

misséd toinen yhtdsuuruus seuraa ehdosta fRd Kn(y)dy = 1 ja kolmannessa
yhtélossd vaihdettiin integroimimuuttujaksi z = —y/h sekd hyodynnettin

ytimen K symmetrisyytta. Téssd kehitelméssa
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o [ zK(z)dz =0, koska K on symmetrinen,

o [ 2?K(2)dz=o%,

o 0(x,hz) = 3[f"(0) — f"(x)] missé  on pisteiden x ja x4 hz vilissé, siis

pieni, kun h — 0+.

Téasté seuraa helosti, ettd integroidulle harhalle pétee

[ 5 Ka) = @) e = ok I Ha ). (69)

missa €1(h) — 0, kun h — 0+.

Vastaavasti integroidulle varianssille saadaan tuloksesta (6.8)

[ 3 {r s @) = (74 Kolw)?} o
J . -
= (1K1 + e2(h) = = (£ + s(h)
1 9 1
= % ||f(||2 + %84(h), (610)

missé e3(h), e3(h), e4(h) — 0, kun h — 0+.

Yhdistamalla tulokset (6.9) ja (6.10) saadaan lopulta viite. O

Korollaari 6.4. Olkoon lauseen 6.3 oletukset voimassa ja (hy,) jono silotus-

parametreja, joille pdtee

lim h, =0 ja lim nh, =oc. (6.11)

n—oo n—oo

Silloin fo(-;h) on tiheysfunktion f tarkentuva estimaattori, eli

TLILHC}OE/ (fn(:p, hy) — f(l'))Qd:L‘ = 0.
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Télloin siis estimaattori fn( ; h) suppenee kohti f:44 keskimééraisen integroi-

dun neliollisen virheen mielessa.

Todistettu lause ja sen korollaari osoittavat, ettd ydinestimaattorilla voidaan
estimoida hyvin monenlaisia tiheysfunktioita mielivaltaisen tarkasti kunhan

vaan kaytettavissi on riittdvan suuri otos Xq,..., X, ~ f.

Lause 6.3 pétee myos d—ulotteisessa tilanteessa ja talloin ehdot (6.11) saavat
muodon
lim h, =0 ja lim nh? = co. (6.12)

n—oo n—oo

Voitaisiin myds tarkastella virhetta
E [ |fu(aih) - f(o)]de
Rd
jolloin #lman mitddan erityisoletuksia f:sta ja K:sta saadaan
n—oo

lim E/ }fn(x, hy) — f(:p)}dx =0,

kun ehdot (6.12) ovat voimassa. Todistus on kuitenkin varsin monimutkainen.
Vieldpa pitee, ettd
n—o0

lim / }fn(x, hy) — f(:p)}dx =0

todennéakoisyydella 1.

6.1.4 L&hinaapuriestimaattori
Olkoon X,,..., X, ~ f otos ja x € RY. Permutoidaan etiisyydet ||z — X;||
kasvavaan jarjestykseen,

[z = Xl <z = Xip| < -+ <l = X, |
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0
© X, 0 © ds(x)
(] l‘/
O X“O ‘\\ O
0 X,
0

Kuva 6.9: Piste x ja sen 10 ldhinaapuria.

ja médritellddn x:n etiisyys sen k:nteen ldhinaapuriin (kuva 6.9),
di(z) = [lv — X, [|,
kEe{l,....,n}.

Olkoon r > 0 ja
B(xz,r)={y e R'| |y — all <r}

x-keskinen r-sédteinen pallo, sekd c; = m(B(O, 1)) yksikkdpallon tilavuus.
Silloin, voidaan osoittaa (HT), etté

m(B(z,r)) = car’.

Maaritelma 6.5. Tiheysfunktion f k-ldhinaapuriestimaattori on

IR = B de(@) — cald)

(6.13)

Taté estimaattoria voidaan motivoida seuraavasti. Olkoon n > 1 ja k < n.
Silloin, jos X ~ f, on

~P(X € B(z,di(z))

/ F)dy ~ f(z) m(B(x, di(x)),

B(z,dk(2)
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missé ensimmaéinen approksimaatio seuraa suurten lukujen laista (n > 1) ja

toinen ehdosta k < n, jolloin pallo B(x,dy(x)) on pieni. Siten todellakin

k/n
m(B(x,dk(x))

f(z) = (6.14)
(vrt. (6.13)). Silotusparametrin rooli on nyt k:lla silla kun & on pieni, on

estimaatti f,,(-; k) rosoinen ja kun k on suuri, on estimaatti sileé.

Vastineena korollaarille 6.4 voidaan todistaa, ettd jos (k,) on jono sellaisia

luonnollisia lukuja, etté

kn
lim k, =00 ja lim — =0,
n—oo n—oo M,

niin f,,(z; k,) — f(z) stokastisesti (melkein kaikilla z).

Kuten ydinestimaattorin tapauksessa, jos tiheysfunktion f muoto poikkeaa
voimakkaasti pallosymmetrisyydestd, voi olla hyva kayttaa valkaisua, ¥ =
AX. Olkoon siis V; = AX;,i=1,...,nja

5 k/n
FralviB) = Gy
Y:n k-ldhinaapuriestimaattori, joka perustuu otokseen Y7, ...,Y,. Silloin ti-

heysfunktiolle f saadaan estimaattori
Frn(wsk) = |det Al fyn(Azsk), =€ R

Voidaan osoittaa (HT), ettd fX,n on itse asiassa k-lihinaapuriestimaattori
otoksesta X1, ..., X,, kun R%n normina on ||'||z;(1 (kuva 6.10). Ideana on,

ettd approksimaatio (6.14),

/ F(w)du ~ f(z) m(B(x, do()))

B(z,de(z))

luultavasti péatee paremmin valkaisun jélkeen.
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Y = AX B(y,ds(y))

X =AY

Kuva 6.10: Valkaisuun perustuva tiheysfunktion ldhinaapuriestimaattori.
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6.2 Parametrittomat luokittimet

Olkoon ¢g* Bayesin luokitin,

g*(x) = argmax P;f;(z), r € R
7j=1,...,c

Olkoon edelleen (X7, .J1),..., (X, Ju) opetusaineisto ja Xji,..., Xj,, ope-

tusvektorit luokasta 7, 7 =1,...,c. Siis

{(X0, ), (X, T} = U {0 ), (K Tjm,) -

j=1

Estimoimalla prioritodennikoisyydet P; sopivilla estimaattoreilla ]3]n jaluok-

katiheysfunktiot f; joillain parametrittomilla estimaattoreilla fj,n saadaan

parametriton luokitin g, : R* — {1,..., c},
gn(x) = argmax ﬁjyn fin(x), r € R (6.15)
7j=1,...,c

Sekoiteotannan tapauksessa voidaan ottaa

jolloin suurten lukujen laista seuraa, etta

o)

7n:_
J n 4

1O .
> Ly — Elyjy =P(J =) =
i=1

stokastisesti (tai jopa todennédkoisyydelld 1).

Esimerkiksi Neymanin-Pearsonin luokittimessa tarvitsee kuitenkin estimoida

vain luokkatiheysfunktiot f;.

Sovellettaessa ydinestimointia, on
1 &
fin(z) = s ZKh@ — Xji), z € RY.
7 =1
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Voidaan myds valita kullekin luokalle oma K sekéd oma h.

Kaytettéessd k-lahinaapuriestimointia on

fin(x) = E/m;

My R4
A ES AR

missé  d;r(x) on xm etdisyys sen k:mteen ldhinaapuriin joukossa

{Xj1,..., Xjn, }. Jos nyt 1/5]” = n;/n, saadaan tésta k-lihinaapuriluokitin
77/]' ]{]/77/] } .
gn(z) = argmax § - - ———2— b = argmin d; ;(x),
(@) =L { n cqldjr(x)]? =liese )

eli x luokitellaan siihen luokkaan, josta méérétty k:s ldhinaapuri on sité l&-

hinn4.

Erikoistapauksessa k£ = 1 saadaan 1-ldhinaapuriluokitin eli lyhyesti ldhinaa-

puriluokitin,

gn(x) = z:44 ldhimméan opetusvektorin X; luokka.

Tavallisesti k-lahinaapuriluokitin kuitenkin mééritellidn hieman toisin. Ol-

koon d(x) kuten luvussa 6.1.4,
lz = X, || < [l = Xip[| < - < [l = X5, || = di(2)
ja madritellddn
my=|{l]J, =4 1=1,...k},

eli m; on luokasta j peréisin olevien opetusvektoreiden lukuméérd joukossa

{X; X, }. Otetaan nyt luokkatiheysfunktion estimaattoriksi

mj/ng _ my/n,
m(B(l’,dk(fL‘))) Cd[dk(.%')]Lp

jota voidaan motivoida aivan kuten estimaattoria fn(, k) luvussa 6.1.4. Ot-

fin(x) = r e RY

tamalla vield 1/5]” = n;/n saadaan silloin luokitin

n; - mj/n, }
gn(T) = argmax ¢ — - ————— b = argmax m;,
() = sngmax {7 b = argmas o,
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joka luokittelee x:n siithen luokkaan, jonka edustajia on eniten pallossa
B(x, dk(x)) Tama on ns. dgdnestys-k-lahinaapuriluokitin. Tasapelitilanteet on
madriteltdva erikseen. Voidaan esimerkiksi sopia, ettéd tasapeliluokista voit-

taa se, jonka m;:s vektori on ldhinnd z:84.

6.3 Parametrittomien luokittimien teoreetti-

sia ominaisuuksia

Tarkastellaan yleistd parametritonta luokitinta (6.15),

gn(x) = argmax P, fj.(x), r € R
7j=1,...,c
Luokitin g, itse asiassa riippuu opetusaineistosta (X1, J1), . .., (X,, Jn), joten

se on satunnaisfunktio. Siten luokittimen g, ehdollinen virhetodenn&koisyys

e(gn) = P(gn(X) # J|(X1> Jl)a R (Xm Jn))

on satunnaismuuttuja, joka riippuu opetusaineistosta. Ottamalla odotusarvo
opetusaineiston suhteen saadaan téllaisen satunnaisen luokittimen virheto-
dennékoisyys,

Ee(gn) = P(g9u(X) # J).

Voidaan osoittaa, ettd hyvin yleisilld oletuksilla pétee sekoiteotantaan perus-

tuville ydin- ja k-ldhinaapuriluokittimelle (sopivilla (h,) tai (k,)), etta

e(gn) — e(g*)  todennékoisyydelld 1,

n—o0

Ee(gn) — e(g"),

n—oo

missé e(g*) on Bayesin luokittimen virhetodennékoisyys.

Todistetaan ensin seuraava aputulos.
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Lemma 6.6. Luokittimelle g, pdtee todenndkoisyydelld 1, ettd

0<elg) el <Y [

Jj=1 Rd

P; fi(x) = Piy fin(x)| du.

Todistus. (Hahmotelma)

Aivan kuten Lauseessa 3.10, voidaan nytkin osoittaa, ettéd

e(gn) =1— / Py, @) fgu() () dx

Rd

(vrt. (3.10)). Ero on siin, ettd nyt ovat kyseessé satunnaismuuttujat ja ylla
oleva kaava itse asiassa pétee (vain) todenndkoisyydelld 1. Edelleen, kuten

lauseessa 3.10,

e(g) =1~ /Pg*(m)fy*(w)(x)dx-
Rd
Siten

e(gn) - e(g*) = / (Pg*(:v)fg*(z) (1’) - Pgn(:v)fgn(z) (x))dx (6'16)
Rd
(todennékoisyydelld 1). Koska j = ¢*(x) maksimoi tulon P;f;(z), on yll&
oleva integroitava > 0, joten
e(gn) —e(g*) >0 (todennékoisyydelld 1).

Jos g*(z) = gn(x), niin integrandi havidaa. Jos taas ¢*(x) # gn(x), saadaan

Poe(a) g (2)(®) = Pyo(@) fon(z) (@)
= (Py@ for@ () = Po@ynfoni@n(®))

+ (Pout@ynfon(n (%) = Ponia) Fouw ()
< (Pr@for@@) = Br@nfo@a@)

+ (Pyuo)nfon@)a(®@) = Pouto) fgu@) (7))
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silld j = gn(x) maksimoi tulon ﬁjnf]n(x) Siten kaavan (6.16) integrandille

saadaan yldarvio
Poe@) for @) (@) = Py, @) fgu () ()
Py () fg @) (z) — Pg*(w),nfg*(m),n(x)’

Py, @) nfgn(z)n(T) — Pgn(m)fgnm(x))

<

_|_

C

<.

Jj=1

Pifi(x) = Pinfin(®)

?

(todennékoisyydelld 1) missd viimeinen epédyhtilo seuraa ehdosta g* () #

gn(x). Téstéd seuraa viite. O

Olkoon nyt ijn ei-negatiivinen ydinestimaattori (ydin K > 0) sellaisella si-
loitusparametrilla h,,, ettd h, — 0 ja nh? — oo, kun n — oco. Luvun 6.1.2

mukaan on tilloin todennékoisyydelld 1

lim | |fn(x) - f; (;c)] dz =0
)
ja
t B [ |fia(o) - fi(@)]dz =0,
£

Jos 1/5]” — P; todennékoisyydelld 1 (esimerkiksi ]/5Jn = n;/n sekoiteotannas-

sa), on lemman 6.6 nojalla t&lloin

113



[

05 elon) ~els') < 3 /
gi/

jled

Pifi(x) — ﬁj,nfj,n(x)’ dx

Pifi(z) — ijj,n(l“)’ dzx
5 /

i=1 5

= ipj/ fi@) — fjn(x)’ dr + i
=1 Ra =

< EQR/

PJf]"(x) - ﬁ]nf]n(x>’ dx

P; - Py,

[ oo

P;— Pi,| =0

£(@) = fin(a)| dz+

todennékoisyydelld 1, kun n — oo. Siten, todennékoisyydella 1,

e(gn) — e(g")

n—oo

ja tistd voidaan osoittaa seuraavan, ettd myos

Ee(gn) — e(g”).

n—oo

Vastaavat tulokset patevit ddnestys-k-lahinaapuriluokittimelle, jos k,, — oo,

kn/n — 0, kun n — oo.

Namé tulokset ovat tietysti varsin luontevia: jos péatee suurella tarkkuudella,

etta
fjﬂ’b ~ fj ja Pj,n =~ Pj, (617)

niin tietysti g, ~ g¢* ja siis e(g,) =~ e(g*). On kuitenkin syytd huomauttaa,
ettd pienen virheen e(g,) saamiseksi ei kuitenkaan ole wvdlttamatonta, etta

(6.17) pétee silld ratkaisevaa on vain péaédtospinnan oikea paikka (kuva 6.11).
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Kuva 6.11: Myo6s harhaiset tiheysfunktion estimaatit voivat johtaa hyvédén

luokittimeen, koska ratkaisevaa on vain padtospinnan oikea paikka.
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Luku 7

Regression kiyttoon perustuvia

parametrittomia luokittimia

Edellisessé luvussa estimoitiin Bayesin luokitinta
g*(z) = argmax P; f;(x), r € R
7j=1,...,c
estimoimalla Pj:t ja f;:t. Bayesin luokitin voitiin mééritelld kuitenkin myos

suoraan posterioritodennédkdoisyyksien avulla

g (x) = argmax P(j|z), z € R%
7j=1,...,c

Téssé luvussa selvitdmmekin lyhyesti miten todennékoisyydet P(j|z) voi-

daan estimoida parametrittomasti.

Olkoon tavalliseen tapaan (X, .J) luokkainformaation sisiltéva piirrevektori

ja merkitddn luokan j indikaattoria Y; = 1;;—5, 7 =1,...,¢,

1, kun J =7,
Y, = J

J
0, muulloin.

Silloin
E(Y;1X =) = 1- P(J = jlz) + 0+ P(J # jla) = P(jlx)

116



eli siis

P(jle) = E(Y;|X = 2).

Tassd E(Y;| X = z) = P(j|x) on Yj:m regressiofunktio X m suhteen ja luvussa
5.3 ndimme, ettd sité voi yrittdd estimoida pienimmén neliosumman menetel-
mélld. Nyt kuitenkin ldhestymme téata estimointitehtédvaa suoremmin, lokaa-
lin keskiarvoistamisen kautta. Olkoon (Xi,.J1),...,(Xp, J,) opetusaineisto
ja

1, kun J; =7,

Yii = =iy = ,
0, muulloin.

Télloin Yy, ..., Y, ~Y; ja
E(Y;|X =) ZW — X h)Yj, (7.1)
jos painot W(x — X;; h) > 0 toteuttavat ehdot

ZW — Xi;h) =1 (7.2)

ja

Wiz — X;;h) =0, (7.3)
kun X; on kaukana x pisteestd x. Tésséd h on painofunktion leveytta sédételevé
parametri (kuva 7.1). Ajatus menetelméssé on seuraavanlainen. Odotusarvo
E (Y;|X = ) voidaan periaatteessa estimoida laskemalla keskiarvo suuresta
otoksesta satunnaismuuttujan Y; arvoja, joita vastaava piirrevektorin arvo
on tésmélleen z. Nyt kuitenkaan pisteeseen x ei luultavasti satu yhtakéddn
opetusvektoria X;, joten lasketaan sen sijaan keskiarvo x:n ldhelle sattuvien
piirrevektorien avulla. Néin siis (7.1) estimoi odotusarvoa E (Y;|X = x) pai-

notetulla lokaalilla keskiarvolla.

Selvisti (7.1):ssd on
Z Wz — X b)Y =Y W= X;h) =3 W - X;h),
=1 =1
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O LR T EEEE PP

Kuva 7.1: Parametriton regressio voidaan tulkita lokaalina keskiarvona pai-
nofunktiolla W.

kun Xji,..., X}, ovat luokasta j periisin olevat opetusvektorit. Jos nyt K

on luvun 6.1.2 tyyppinen ydinfunktio, esimerkiksi Gaussin ydin, ja

n Y

122:1 Kh(l' — Xl)

niin silloin (7.2) ja (7.3) pétevéit ja estimaattorimme posterioritodennékoi-

W(z— Xi; h) =

syyksille P(j|z) on

Pjle) = 3 W(w = X;i:h)
| Kz - X5
e
i=1 ;Kh(x—Xl)

> Kin(r — Xj4)
=1

> Kn(r — X)
=1
Siten N
E.Li[(h(x_)(j.) ~ 4
~ noonj & P finlx
P(]‘x): . 1 — j’Afj’ ( )’
LS Ku(z — X)) fu()
I=1



eli kaavassa (vertaa (3.5))

P fi(x)
f(z)

on f; ja f estimoitu ydinestimaattoreilla. N&in saamme itse asiassa luvun 6.2

P(jle) =

ydinestimaattoriin perustuvan luokittimen.

Voidaan osoittaa (HT), etté ]3(j|x) saadaan myos lukuna a; = a;(x), joka

minimoi a;:m suhteen nelidsumman

n

> (a; = i) Ky(e — X),

i=1
missd Yj; = 1y,—; kuten edelld. Tdmén yleistys on korvata vakio a; ensim-
méisen asteen polynomilla z — a; —|—bT(x—z) jaetsid a; = a;(r) ja b; = b;(x),
jotka minimoivat (a;, b;):n suhteen neliosumman

Z(aj +0) (x — X;) — Vi) Kz — X;)

=1

ja ottaa sitten 13(j|x) = a;(x). Tatéd sanotaan lokaaliseksi lineaariseksi regres-

sioksi ja voidaan osoittaa, ettd myds talloin ﬁ(]|x) on muotoa

(J‘x = a;(x ZW Xjis ),

missa .
> W(x—X;h) =1,
i=1
mutta nyt ei valttdmatta ole W(z — X;;h) >0,i=1,...,n

Huomautus. Luvuissa 6 ja 7 keskityttiin erilaisiin ydinestimointimenetelmiin
mutta on olemassa my6s monia muita parametrittomia tiheysfunktion ja
regressiofunktion estimointimenetelmiéd. Esimerkkejd ovat silottavat splinit

ja ortogonaalisarjakehitelmit, erikoistapauksena aallokkeet (waveletit).
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Luku 8

Luokitteluvirheen estimointi

8.1 Yleista

Olkoon opetusaineisto (X, J1), ..., (X, Jn) ja g, jokin sithen perustuva luo-
kitin. Oikeastaan siis g, on satunnaisfunktio (vertaa luku 6.2) mutta pidam-
me téssd luvussa opetusaineistoa kiintednd, jolloin g, on tavallinen (deter-
ministinen) luokitin. Matemaattisesti tdmé tarkoittaa, ettd erilaiset toden-
nékoisyydet lasketaan ehdolla (Xy, J1),. .., (X, J,). Esimerkiksi g,:n virhe-

todennikoisyys on itse asiassa ehdollinen todennékoisyys

e(gn) = P(gn(X) #J | (Xh Jl)a RS (Xm Jn))

Jatdmme opetusaineiston pois merkinnoéista ja merkitsemme myos g, = g.

Oletetaan ensin, ettd meilld on opetusaineiston lisiksi kdytossd myos otos
(Xn+i,Jn+i>7 Z == 172,...

(X, J)m jakaumasta. Silloin voidaan mééritelld luokitteluvirheen estimaat-
tori

R 1 <

em(g9) = — Z Hg(Xnti) # Jntit-

m <
=1
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Téassd merkitddn typografisista syistéd indikaattoria
1{9(Xn+i)7éJn+i} = 1{9(Xn+i> 7 Jn+z}
Siis 1{g(X,14) # Jnui} on satunnaismuuttuja, jolle

17 kun g(XnJrz) 7& JnJria
0, kun g(Xoyi) = Jnyi-

H9(Xnyi) # Jnyit =

Koska (Xp4i; Jnti) ~ (X, J), on nyt

E[H{g(Xnsi) # Jovi}] =E[1{g(X) # J}] =P(g(X) # J) = e(g)-
Siten é,,(¢g) on virhetodennékoisyyden e(g) harhaton estimaattori, eli

Blen(0)] = - S EMo(Xuri) # Jusil] = --mel) = elg).

Toisaalta, suurten lukujen lain nojalla

lim é,,(g) = e(g)

m—o0

todennékoisyydelld 1.

Siten é,, olisi oikein sopiva e(g):n estimaattori, mutta kdytdnnossa meilla

kuitenkin on kéytosséd ainoastaan ddarellinen opetusaineisto
(Xla Jl)) ceey (XN7 JN)a

jonka avulla tulee voida sekd muodostaa luokitin g ettd estimoida sen virhe-

todennakoisyys.

Seuraavissa luvuissa tarkastellaan eri tapoja suoriutua tésté tehtavésta.

8.2 Takaisinsijoitusestimaattori

Luvun otsikon "takaisinsijoitus” on suomennos englanninkielen termista re-

substitution”; jonka lyhenndmme seuraavssa "RS”. Téssé menetelméssé koko
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paatospinta

luokka 1

luokka 2

Kuva 8.1: Kuvan esimerkisséd luokan 1 ja 2 opetusvektoreita on merkitty
vastaavasti symboleilla o ja e. Nyt luokitteluvirheen takaisinsijoitusestimaatti

eRS(g) = 0 vaikka selviisti todellinen luokittelvirhe e(g) > 0.

opetusaineisto kdytetddn luokittimen konstruointiin (N = n) ja virhe esti-

moidaan myos koko aineiston avulla,
N
sRS
= — H{g(X;) # Ji}.
év (9) =+ ;1 {9(Xi) # Ji}

Taméa estimaatti yleensd antaa lisan optimistisen tuloksen (lilan pienen ar-
vion e(g):lle) ja sitd ei itse asiassa pitdisi kayttdd ollenkaan. Selitys esti-
maattorin ylioptimistisuudelle on se, ettd luokitin voi mukautua liian hyvin
opetusaineistoon ja siksi toimia huonosti uusille (Xyy, Jnii), ¢ = 1,2,. ..

(kuva 8.1).
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8.3 Pidatysestimaattori

Jaetaan nyt koko opetusaineisto erilliseen opetus- ja testijoukkoon,

opetus: (X1, 1),y (Xny Jn)
testi: (Xn+1> Jn+1), ceey (XN> JN)

Sitten ¢ konstruoidaan opetusjoukon avulla ja luokitteluvirhe estimoidaan

estimaattorilla (pidiatys = "hold out”, HO)

éELO(m — i Z 1{g(Xn+z') i Jn+z’}a

m <
=1

missd m = N — n. Idea on se, ettd testauksessa kiytetty aineisto on silloin
riippumaton luokittimen konstruoinnissa kaytetystd opetusaineistosta ja nédin

viltetddn takaisinsijoitusestimaattorin ylioptimistisuus. Selvésti

E [60°(9)] = elg), (8.1)

koska E[1{g(X,+:) # Jnti}] = P(g(X) # J). Kuten jo luvun alussa todettiin,

téssé opetusaineisto ajatellaan kiinnitetyksi.

8.4 Kierritysestimaattori

Pidatysestimaattorin huono puoli on se, ettd osaa koko aineistosta ei padsta
kayttdmasan luokittimen konstruoinnissa. Oletetaan siis, ettd luokitin g on

konstruoitu koko aineiston
(Xh Jl)a sy (XN7 JN)

avulla. Kierrdtysestimaattorissa ("rotation”, RO) g:n virhetodennakoisyytté

estimoidaan jakamalla koko aineisto r:&4én likimain yhtédsuureen osaan osit-
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tamalla {1,..., N},
{1,....Ny=JL, LNnL=0 kmk#L
k=1

Sitten kullakin k € {1,...,r}:

(1) Konstruoidaan luokitin g, opetusjoukon

{(Xz‘, Ji) i€ UII}

14k

avulla.

(77) Estimoidaan gy virhetodennikoisyys piddtysestimaattorilla

et (gn) |” > {ge(X) # Ji}-

i€y,

(7ii) Otetaan e(g):n estimaattoriksi

ARO
Z eUk\ gk

Ideana on, etté jos |Ix| < N kaikilla k, niin luultavasti g = g, jolloin

~HO ~

€|1k\(9k) ~ e(g).
Ja lisiksi piddtysestimaattorissa égﬁ(gk) on erilliset opetus- ja testijoukot.
Aédrimméinen ja usein kaytetty kierrdtysestimaattori on leave-one-out mene-

telmé, jolle
I, = {k}, kE=1,...,N,

ja jossa siis yksi pari (X, J;) kerrallaan jatetddn pois. Kierratysestimaattorei-

ta kutsutaan usein myos ristiinvalidointiestimaattoreiksi (cross-validation).
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8.5 Virherajoista

Tarkastellaan pidatysestimaattoria. Nyt

m

mén(9) = Y H{g(Xnri) # Jnsa}-

=1

Téssd 1{g(Xn1i) # Jnri} = 1 todennékoisyydella

P(Q(Xn-i-i) # Jn+i) = P(Q(X) # J) =e(g).

Siten

Naiin ollen

(vrt. (8.1)). Kun m on suuri, on keskeisen raja-arvolauseen nojalla likimain
SHO ()
Velg)(1—e(g))/m

joten likimain pétee
P(—-1.96 < Z,, < 1.96) = 0.95.

Siten likimain (pienen laskun jalkeen)

) (1—¢
( ¢) <é+ 1.96\/76( €)> — 0.95,
m

HO(g). Niin e(g):lle saadaan 95% luottamusvili

[—196 —€) o1 1.96,/ e]

missa € = é
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8.6 Kahden luokittimen vertailu

Oletetaan, ettd luokittimet ¢; ja g on konstruoitu opetusjoukos-
ta (X1,J1),...,(Xn, Jn) ja vertaillaan niiden suorituskykyéd testijoukon
(Xnt1, Ity -« s Xntms Jnim) avulla. Onko e(gr) > e(g2) tai e(g1) < e(g2)?

Maééritellddn
Ui = 1{91(Xn+z> 7& Jn+z} - 1{92(Xn+z> 7& JnJri}a

it =1,...,m. Silloin
EU; =e(g1) —e(g2) i=1,...,m.

Kuten aikaisemminkin, téssid opetusjoukko ajatellaan kiinnitetyksi. Jos siis
r=L%u
- 2]
M3

niin myos péatee

EU = e(g1) — e(ga)-

Olkoon D?(U;) = o, jolloin
~ 1 o?
2 _ 2 _
Siten, kun m on suuri, on keskeisen raja-arvolauseen nojalla likimé&arin
U — [e(g1) — e(g2)]
o//m

~ N(0,1).

On siis likimé&arin voimassa

P <—1.96 < U~ [eg% e(g2)] _ 1.96> — 0.95.

Korvataan vield tuntematon o2 otosestimaatillaan
1 m
LS w- oy
S ]
me3
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jolloin likimain
_ S — S
PlU—-196—= < - <U+1.96— ) =0.95.
( \/m — €(g1) e(92) — + \/T_n>
Siten:
o Jos U+ 1.96 = < 0, niin luultavasti e(g1) < e(g2).

o Jos U — 1.96—= > 0, niin luultavasti e(g1) > e(gz).

o Jos U — 1.96% <0<U+ 1.96%, niin g;:n ja go:n suorituskykyjen
valilla ei luultavasti ole eroa — ainakaan mahdollisuutta g; = g, ei voi

hylata talla luottamustasolla.

Naméi paatelméat patevat 95% luottamustasolla.

8.7 Silotusparametrin valinta luokittimessa

Ydinestimointia kayttavissa luokittimessa on valittava silotusparametri h.
Lahinaapuriluokittimessa puolestaan on kiinnitettavéa tarkasteltavien naapu-
rien lukumé&drd k. Naiden valintojen teko on osa luokittimen konstruointia
ja siten se on perustettava kiytettévissé olevaan opetusaineistoon. Ydinesti-

moinnin tapauksessa voidaan esimerkiksi menetelld seuraavasti.

(7) Valitaan kokeiltavat arvot {hy, ..., hs}.

(¢7) Kullakin h; muodostetaan luokitin gp,, ja lasketaan virhe-estimaatti

é(gn,) esimerkiksi opetusjoukon kierrédtysestimaattorilla.

(#4i) Valitaan silotusparametriksi b se hy, jolla é(gp,) on pienin.

Aivan vastaavasti voidaan tietysti lahinaapuriluokittimen tapauksessa valita

kokeiltavista arvoista {k1, ..., ks} paras.
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Luku 9

Piirteiden irrotus

9.1 Yleista

Hahmontunnistus ez ole pelkkdé luokittelua. Ennen kuin luokinta péaastadn
soveltamaan, joudutaan tehtyd alkuperiisté, "raakaa” mittausta tavallisesti
esikésitteleméén jollain tavalla, esimerkiksi hairioita (kohinaa) poistetaan so-
pivalla menetelmélld. Sen jdlkeen esikésitellystd mittauksesta muodostetaan
varsinainen luokiteltava piirrevektori soveltamalla jotain piirteenirrotusme-
netelmdd. Tilanne on siis alla olevan kaavion kaltainen, jossa z on aluperéi-

nen mittaus, y € R” on esikisitelty mittaus, z = ¢(y) € R? piirrevektori ja

J luokka.

Esi-
késittely

Piirteiden irrotukseen on useita syitéd. Siind missd luokittimena useimmiten

kiytetddn jotain edellisissad luvuissa esitettyd standardimentelméé, voidaan

Piirteiden
irrotus ¢

Luokitin
g
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piirteenirrottimella esimerkiksi padstd hyodyntdméian sovelluskohtaista tie-
toa mittausten alkuperédstd. Hyva piirteenirrotin onkin usein téarkedmpad
kuin tietyn luokittimen kiytto. Tavallisesti piirteenirrottimessa ¢ : RP — R?
on myos d < D, jolla helpotetaan luokittimen estimointitehtédvas. Estimointi
nimittdin on helpompaa matalaulotteisessa avaruudessa, kun kaytossa kui-
tenkin on vain dérellinen opetusjoukko. Dimension pienenemisesté saatava
hyoty estimoinnissa on usein suurempi kuin téllaisessa piirteenirrotuksessa
mahdollisesti menetettéava informaatio. Joskus on myts mahdollista hyvalla
piirteenirrottajalla pa#sté tilanteeseen, jossa yksinkertainenkin luokitin toi-
mii hyvin (kuva 9.1). Bayesin luokittimen virhetodennékoisyys ei voi kuiten-

kaan pienentyé piirteenirrotuksessa, kuten seuraava lause osoittaa.

Lause 9.1. Olkoon ¢ : RP — RY piirteenirrotin, X = ¢(Y), G* satunnais-

vektoriin Y ja g* satunnaisvektoriin X littyvd Bayesin luokitin. Tdlloin

e(g’) = e(G).

Todistus. Koska g*(X) = g*(¢(Y)) = (¢* o ¢)(Y), on

e(g") =P(g"(X) £ J) =P((g" o )(Y) # J)
> B(GH(Y) # J) = e(G),

silld g* o ¢ on luokitin (Y, J):lle. O

Todistuksessa hydodynnettiin sitéd, ettd Bayesin minimivirheluokitin voidaan
madritelld vaikka tarkasteltavilla jakaumilla ei olisikaan tiheysfunktioita. Voi-

daan nimittain aina kayttad kaavaa (3.6).

Ihannetapauksessa luokitin g ja piirteenirrotin ¢ tulisi optimoida yhdessd.
Kaytannosséa tamé on usein liian raskasta ja piirteenirrottajaksi ¢ joudutaan
valitsemaan jokin "yleispidtevd” menetelmé, usein sopivaan sovelluskohtaiseen
muunnokseen yhdistettyné. Seuraavassa esitellddn joukko téllaisia yleispéte-
vid menetelmid. Ne perustuvat sellaisiin jo aikaisemmin esiintyneisiin suu-

reisiin kuin jakauman odotusarvo (u, p;), kovarianssi (X, ;) ja luokkien
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Kuva 9.1: Sopivalla piirteenirrottimella voi hankalankin tilanteen transfor-
moida sellaiseksi, ettd esimerkiksi tehokas lineaarinen luokittelu tulee mah-
dolliseksi.

prioritodennékoéisyydet P;. Kdytannossd ndmé suureet joudutaan tietysti es-

timoimaan opetusaineiston avulla.

9.2 Separoituvuuskriteereitia

Olkoon J, piirteenirrottajasta ¢ riippuva mitta, ns. separoitusvuuskriteert,
piirrevektoria X = ¢(Y") vastaavien luokkien erottumiselle toisistaan. Ideana
on pyrkié valitsemaan ¢ = @, jolle

Js = max Jy, (9.1)

eli p, joka maksimoi kriteerin J,, kun F on jokin joukko piirteeirrotimiksi
sopivia funktioita. Seuraavassa annetaan esimerkkeja erdistd mahdollisista

separoituvuuskriteereista.
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9.2.1 Bayesin virhetodennikoisyys

Erés luonteva idea on perustaa separoituvuuskriteeri Bayesin virhetodenné-
koisyyteen,

Jo = —e(g) = —P((g" 0 p)(Y) # J).
Tamé on tietyssd mielessd "paras” mitta luokkien erottumiselle toisistaan,

mutta sitd on useinmiten mahdoton kiyttéaé, koska J,m arvoa ei osata laskea

(tai estimoida).

9.2.2 Luokkien vilinen etiisyys

Olkoon X = ¢(Y') ja olkoot

n; = E(X]J = j),
N =E[(X — p) (X — )" |J = j]

luokan j odotusarvo ja kovarianssimatriisi. Merkitaan

Sw = i Pij, (92)
S =2 Pl = (s = p)" (9.3)

Tassa

n=EX)=) P
j=1

on koko X:n jakauman odotusarvo (kuva 9.2). Suure S,, on luokkien sisdi-
nen ("within”) variaatio ja S, on vastaavasti luokkien wdlinen (”between”)

variaatio.
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Kuva 9.2: Satunnaisvektorin X odotusarvo p on luokkien odotusarvojen p;

prioritodennékoéisyyksillda P; painotettu keskiarvo.
Nyt
tr(Sp) = > Pitr (5 — ) (g — )]
j=1

= Py [y — )"y — )] =D Pyl — pill?
j=1 j=1

ja vastaavasti
2 .
t(Sw) = Y BE(IX — pll* 1T = ).
j=1
Nédemme, ettd tietyssd mielessd matriisin Sy, jalki tr(S,) mittaa luokkien vé-
listé etdisyyttéd ja tr(S,) puolestaan mittaa luokkien siséistd hajontaa. Siksi

erds luonteva valinta maksimoitavaksi separoituvuuskriteeriksi on

. tl“(Sb)
Jo= 5 (9.4)

Huomaa, ettéd tissd X = ¢(Y'), joten oikea puoli todella riippuu @:sté. Vas-
taavanlaisia suureisiin S, ja S, perustuvia kriteereiti on muitakin mutta

emme kasittele niitd tassa lahemmin.
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9.2.3 Estimoitu luokitteluvirhe

Olkoon piirrevektoriin X = ¢(Y') perustuva luokitin g ja asetetaan
J,

v = —é(g),

missé é(g) on esimerkiksi opetusjoukkoon perustuva luokitteluvirheen kierré-
tysestimaatti. Téllaisella kriteerilla voidaan hakea nimenomaan luokittimeen

g sopivaa piirteenirrottajaa.

9.2.4 Luokkatiheysfunktioiden vilinen etiisyys

Kahden luokan tapauksessa luokkatiheysfunktioden Chernoffin etéisyytté (har-
joitus 13, tehtdvé 3) voidaan kiyttdd myos separoituvuuskriteering asetta-

malla

Jo=—tog [ £ 1
R4

Multinormaalissa tapauksessa saadaan tille myos eksplisiittinen lauseke (har-
joitus 13, tehtava 3). Tamé kriteeri soveltuu erityisesti tilanteeseen, jossa
P, = P;, koska luokkien prioritodennékoisyydet eivat vaikuta sithen. On to-
ki myOs monia muita tiheysfunktioden “etédisyyksid”, joita voidaan kaytté

separoituvuuskriteereiné.

9.3 Piirteiden valinta

Siirrymme sitten tarkastelemaan mahdollisia yleiskdyttoisid piirteenirrotin-
kuvauksia ¢ eli sopivia avaruuksia F kaavassa (9.1). Olkoon ensin 1 < d < D
ja @ : RP — R? kuvaus ¢(y) = [y, ...,y |7, missi indeksit 1 < i) < iy <
-+ <14 < D on kiinnitetty. Siis

X=[xO X =yw  yt)’
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on Y:n osavektori, joka on muodostettu valitsemalla tietyt Y komponentit.

Merkitéén [ = {iy, ...}, ¢ = prja J, = J,, = J(I), missd J, on jokin se-
paroituvuuskriteeri (vrt. edellinen luku). Pyrkimyksen4 on sitten maksimoida
J(I) joukon [ suhteen. Kdytannon ongelmana on kombinatorinen rajahdys:

mahdollisten joukkojen I lukumé&ira (5 ) kasvaa helposti valtavaksi.
20 100
=184 10",
(10> 84756, (10> > 10

Erés ratkaisu ongelmaan on kayttda suboptimaalisia hakumenetelmia, joissa

Esimerkki 9.2.

vain osa mahdollisista joukoista I kdydaan optimoinnissa lapi.

Esimerkki 9.3. Valitaan I = {iy,...,i4} siten, ettd

J({ir}) = J({iz}) = -+ > J({ia}) = J({i})
kaikilla i ¢ I. I

Esimerkki 9.4. Erés suosittu suboptimaalinen hakualgoritmi on Sequential
Forward Selection (SFS):

(1) Valitaan I = {i;} siten ettd J({i1}) > J({i}) kaikilla ¢ # .
(17) Kun I = {i1,..., i} on valittu, etsitdén sellainen iy q ¢ Iy, ettéd
J(I U {igg1}) > J(Iy U {i})  kaikilla i ¢ I
Otetaan I = Iy U {igy1}-

(17i) Lopetetaan, kun k + 1 = d ja otetaan ¢ = ¢y,.
Vastaavalla tavalla toimii Sequential Backward Selection (SBS). I

Esitellyisté separoituvuuskriteereistd esimerkiksi kriteeri (9.4) ja luvun 9.2.3

menetelmé sopivat hyvin SFS:n tai SBS:n kanssa kéytettavéksi.
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9.4 Lineaarinen piirteiden irrotus

Tarkastellaa sitten lineaarista piirteiden irrotusta, eli kaavassa (9.1)
F={p|¢:RP = R?on lineaarinen}

jal < d < D. Olkoot téssd luvussa edelleen pi, 3, 11; ja X; satunnaisvektoriin
Y liittyvét odotusarvot ja kovarianssit, eli g = E(Y") jne. Olkoot samoin S,

ja Sy satunnaisvektoriin Y liittyvét suureet (9.2) ja (9.3).

Esimerkki 9.5. Tarkastellaan kahden luokan tapausta, ¢ = 2, ja yksiulot-
teisen piirrevektorin muodostamista, eli d = 1. Nyt siis 2 = ¢(y) = a’y,

a € RP, missi a on kiinted kuvauksen ¢ miirdavi vektori. Silloin
E(X) = o E(Y) =aTp,  E(X|J = j) = a'n;,
missé jalkimmaéinen kaava antaa X:n odotusarvon luokassa j. Edelleen, X:n
varianssi luokassa j on
B[(X —a"p)*|) = j] = B[(a (Y = )"/ = J]
=E[(a" (Y = pj)(Y — )" alJ = j] = a’Zja,
koska X = a’Y. Niinollen on luontevaa maksimoida a:n suhteen kriteeri

J = (aTﬂl - GTM2)2 o [GT(/M - Mz)]2 1 ) a’Spa
7 PaTSa+ PaTSa  aT(PX + PoYo)a PP, afS,a’

Tamé on oleellisesti vanha tuttu Fisherin kriteeri (Luku 4.1). I

Edellisen esimerkin idea voidaan yleistdi lineaarikuvaukselle ¢ : RP? — R?,

1 < d < D. Silloin haemme vektoreita ai, . .., ay € RP, jotka sopivalla tavalla
maksimoivat kriteerin
a’ Sya
Jp = —% .
al’'Sy,a

Oletetaan, ettd S, on positiivisesti definiitti ja olkoon b = Sel%a eli a =
Sw'/?b. Silloin

7S 25,90 20 TS0 7S,5, b
0SS, 80 lo]?

©
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J, on selvisti invariantti b:n skaalauksen suhteen, eli b korvaaminen Ab:11&

(A € R) ei muuta sen arvoa. Siten voimme maksimoida suureen
J, = b'S, 128,512

ehdolla ||b|| = 1. Matriisi Sy 126,55 on selviisti symmetrinen. Olkoon
S-125,8-12 — UAUT

sen ominaisarvohajotelma, missi U = [ug,...,up] ja A = diag(\1, ..., Ap),

A1 > -+ > Ap. Silloin

D
Jo = A(0"uy)’.
j=1

Téasséa
D
> 0"y = |jb)* = 1,
j=1
joten
D
Jo <MY _(bu)? = N
j=1

. . . o . ~1/2
ja J, maksimoituu esimerkiksi kun b = u; eli a = a; = Su / Ug.

. . . “1/2 ..
Seuraavaksi on luontevaa valita b = wug eli ay = Sy / us ja niin edelleen.

Talloin

al'Sya; = ul'S;1 28,8, 2 u; = ulu; =1, i=1,...,D,
al Spap = ul'S;1V28,8 2upy = ulupy =0, k=1,...,i—1.
Siten ||a;|lg, = 1 kaikilla i ja a; L a;1,...,a; normia |- |g vastaavan si-

situlon (a,a’)g = a’S,a’ mielessi. On helppo néhdé, ettéd néilld ehdoilla
peréttéiset valinnat a = a;, ¢« = 1,..., D itse asiassa juuri kasvattavat J,m

arvoa eniten.

Edelleen,

ZPj(uj—u)zinuj— (ZPj>u=u—u=0,

Jj=1
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joten vektorit p; — p, ..., p. — p ovat lineaarisesti riippuvat. Siten matriisin
Sp=>_ Pilu; — ) (1 — )"
j=1

aste on korkeintaan ¢ — 1, joten korkeintaan ¢ — 1 ominaisarvoista A; ovat

nollasta eroavia (positiivisia). Siten

Jo = N0 uy)?

J=1

ja valinnat b; = u;, © > ¢ — 1, eivit itse asiassa enéd kasvata J,:té lainkaan.

Olkoon siis M = min{d, c — 1}. Silloin edellisen perusteella saadaan matrii-
sista A = [aq, ... ,aM]T lupaavan tuntuinen piirteenirrotin ¢ : R? — RM,
kun asetetaan

ply) = Ay.
Huomataan erityisesti, ettd kun luokkia on vain kaksi (¢ = 2), saadaan t#illa
menetelmallé aikaiseksi vain yksiulotteinen piirrevektori, jonka ainoa kompo-

nentti al'y on idealtaan tuttu jo Fisherin luokittimesta.

9.5 Karhunen-Loéve muunnos

Erds keskeinen pyrkimys piirteenirrotuksessa on hahmovektorin dimen-
sion pienentdminen. Ehképé suosituin menetelmé on seuraavassa esiteltéavé

Karhunen-Loéve muunnos.

Olkoon taas Y D-ulotteinen satunnaisvektori sekd p = E(Y') ja ¥ vastaavasti
Y:n odotusarvo ja kovarianssimatriisi. Olkoon edelleen {v1,...,vp} C RP

ortonormaali joukko, 1 < d < D, ja

L =sp{vy,...,vq},
L ={y eRP|yTv; =0,i=1,...,d}.
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Kuva 9.3: Vektorin y jako avaruuden £ suuntaiseen ja sitéd vastaan kohtisuo-

raan komponenttiin.

Kun y € R”, on tunnetusti olemassa sellaiset yksikisitteiset i € £, 3" € L+,

etta
y=y +y"
misséa
d
y = Z(Uz‘Ty)Uz'
i=1
(kuva 9.3).

Sama hajotelma piétee silloin tietysti myos satunnaisvektoreille,

Y — Y/ + Y//,
missé
d
Y' = Z(viTY)vZ
i=1
ja Y'=Y —-Y".
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Merkitaan

Tavoitteena on nyt korvata Y ortonormaalilla projektiollaan Y avaruudelle £
siten ettd tdssd projektiossa menetetddn mahdollismman viahén koko Y :ssé
olevaa informaatiota. Onhan nimittédin niin, ettd projektiossa myds luokit-
telun kannalta tarkedd informaatiota voi havitd. Miten £ on valittava, jotta
menetetty informaation mééra jossain mielessd minimoituu? Yksi melko luon-
teva idea on minimoida E (||Y” — p”||*). Jos nimittdin E (|Y” — p||*) =~ 0,
niin Y” & u” on likimain vakio, jolloin Y saadaan Y':sta likimain yksin-
kertaisella siirrolla: Y ~ Y’ + p”. Silloin voidaan ajatella, ettd Y:ssi olevaa

informaatiota ei ole juurikaan hukata, jos se korvataan satunnaisvektorilla
Y’

Nyt suoraviivaisilla laskuilla saadaan
E(IIY" = u"I7) =E(IY =Y = (u = i)II")

E(HY — i(viTY)vi — o+ i(@?u)vi

i=1

:...:E(||Y—u||2)—iE[“z‘T(Y_“)]z'

i=1

Siten meidan tulee itse asiassa maksimoida

d
2
S E[!(Y - p)]
i=1
ortonormaalin joukon {vy,...,v4} suhteen. Ratkaisun tdhén optimointiteh-

tavaan antaa seuraava lause.
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Lause 9.6. Olkoot uq, ..

., up matrisin X ortonormaalit ominaisvektorit,

Eu]‘ = )\ju]‘, )\1 Z te Z /\D Z 0. Silloin

d
}:E@ﬂy

kaikilla ortonormaaleilla vy, . ..

d
] <Y B (Y - )]

i=1

, Ud-

Todistus. Olkoon a € RP. Silloin

E[o"(Y - )" =E[d" (Y = )Y — )"d]

D
Nyt v; = Y (u] v;)uy, joten
j=1
d
> E[f (Y - u)]
i=1

- i [i(“?”i)“j} ' i(ugvi))\kuk
2

=d"E[(Y —p)(Y —p)"] a=a"Sa.

j=1 k=

—

]:
D
Z (UJTUz) (Usz)Akufuk

missé toiseksi viimeinen yhtdld seurasi vektorien u; ortonormaalisuudesta.

Olkoon yll&

Silloin f; < |ju||* =1 ja

D

> b=

j=1

D

d
Sl =3 el =4
=1

1 j=1
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koska ||v;]|> = 1 kaikilla 7. Nyt saadaan siis, etté

d

D d—1 D
ZE [UZ-T(Y — u)}Q = Zﬁj)\j = Zﬁj)‘j + Zﬁj)‘J
; = = i
-1
< ZBJA +a(d=Y )

=1

:Zm M) + d)g

d—1

<Yy = Aa) +dNg

J=1

- i A+ (d—1)(=\a) + dAg

d
= Z)‘ﬁ
j=1

missé ensimméinen epéyhtalo seuraa siitd, ettd A\; < A4, kun j > d sekéd
kaavasta (9.5) ja toinen epayhtalo siitd, ettd 5; < 1 ja A\; — A\g > 0 kaikilla
Jj < d. Mutta toisaalta pétee, ettd

d d d
S ELI(Y =] = ul =Y A,
i=1 i=1 i=1
koska Yu; = A\ju,;. Tasta seuraa vaite. O

Satunnaisvektorin Y Karhunen-Loéve muunnos (KL-muunnos) mééritelladan

nyt kaavalla

v(Y) = [o]Y,...,ubY]"

missii satunnaismuuttujat «!Y, ¢ = 1,...,D ovat Y:n pdikomponentit.
Karhunen-Lo¢ve muunnosta voidaan ajatella kiertona, jossa avaruuden R
standardikannan méaiaraama koordinaatisto kierretddn kannan {uy,...,up}

maaraamaksi koordinaatistoksi.
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KL-muunnosta kutsutaan myos padkomponenttimuunnokseksi. Silld on mm.

seuraavat ominaisuudet:

1. Satunnaismuuttujat Y, ... uLY ovat korreloimattomia (HT).
2. {uy,...,up} ratkaisee seuraavan optimointitehtévan:

(1) Hae yksikkovektori u = wg, joka maksimoi satunnaismuuttujan

uTY varianssin.

(7i) Hae yksikkovektori u = u;11, joka maksimoi satunnaismuuttujan
uTY varianssin ehdolla, ettd u’Y ei korreloi satunnaismuuttujien
ulY,...,ul'Y kanssa. (HT)

KL-muunnosta kédytetdan hahmovektorin dimension pienentédmiseen méérit-

telemsilld piirteenirrottaja ¢ : RP? — R? d < D kaavalla

(P(y) = [U?y, e 7udy}T7

eli ottamalla piirrevektoriksi vain osa hahmovektorin Y padkomponenteista.

On kuitenkin syytd huomata, ettd vaikka KL-muunnos onkin varsin suosittu
piirteenirrotin hahmontunnistuksessa, se ei mitenkédédn ota huomioon hah-
movektoriin liittyvéa luokkainformaatiota. Tamé saattaa joskus tehdd KL-
muunoksen kdyton ongelmalliseksi (kuva 9.4). KL-muunnoksesta onkin siksi
kehitetty myds versioita, jotka yrittavét jollain tavoin huomioida luokkain-

formaation, silloin kun sitd on saatavilla.
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Kuva 9.4: Yldkuvassa on tilanne, jossa luokittelu voidaan tehokkaasti perus-

taa ensimmaéiseen padkomponenttiin. Alemmassa kuvassa ensimméinen pai-
komponentti toimisi huonosti kun taas toinen toimisi hyvin. Téssé tilanteessa

my0s esimerkiksi Fisherin luokitin olisi hyva valinta.
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